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            초록
          
        

        
          In this study, the task of robotic tidy-up is to clean the current environment up exactly like a target image. To perform a tidy-up task using a robot, it is necessary to estimate the pose of various objects and to classify the objects. Pose estimation requires the CAD model of an object, but these models of most objects in daily life are not available. Therefore, this study proposes an algorithm that uses point cloud and PCA to estimate the pose of objects without the help of CAD models in cluttered environments. In addition, objects are usually detected using a deep learning-based object detection. However, this method has a limitation in that only the learned objects can be recognized, and it may take a long time to learn. This study proposes an image matching based on few-shot learning and Siamese network. It was shown from experiments that the proposed method can be effectively applied to the robotic tidy-up system, which showed a success rate of 85% in the tidy-up task.
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      1. 서 론
      최근 가정용 서비스 로봇에 대한 관심이 높아짐에 따라 정리정돈[1]을 도와주는 로봇, 신체 장애자를 보조하는 로봇, 어린이의 학습을 도와주는 로봇 등에 대한 연구들이 진행되고 있다. 본 연구에서는 로봇을 이용한 정리정돈에 대해 연구를 진행하였다. 본 연구의 정리정돈 작업은 현재 환경을 주어진 목표 정리 이미지와 똑같이 정리하는 것이다. 이와 같은 작업을 수행하기 위해서는 로봇이 주어진 환경 내에 존재하는 물체들의 위치와 종류를 파악해야 한다. 이는 물체의 위치와 종류를 파악하면, 어떤 물체를 어디로 옮겨야 하는지를 파악할 수 있기 때문이다. 이를 위해 먼저 자세 추정(pose estimation)으로 물체의 6D 자세를 파악한 후에, 이미지 매칭(image matching)으로 물체의 종류를 파악할 수 있다. 따라서 본 연구에서는 물체의 자세 추정을 통해서 물체 위치를 파악하고, 이미지 매칭을 통해 물체의 종류를 분류한다. 또한 파지 및 물체 조작을 통해 정리하는 방법을 제안한다.

      기존의 자세추정 알고리즘 중에서 심층학습에 기반한 연구들[2,3]이 속도와 정확도면에서 좋은 성능을 보이고 있다. 그러나 이들은 RGB 이미지를 사용하므로 조명 또는 환경의 영향을 받게 되며, 물체들이 혼재된 환경에는 대응하기 어렵다. 또한, 물체의 CAD (computer-aided design) 모델도 필요하지만, 대상이 일상생활 물품들이므로 대부분 CAD 모델이 존재하지 않아서 이 알고리즘을 활용하기 힘들다. 또한, 물체의 종류를 추정하기 위해서는 일반적으로 딥러닝 기반의 인식 알고리즘들[4,5]을 사용하지만, 이는 학습한 물체만 인식이 가능하며, 학습 데이터도 많이 필요하다. 따라서 이와 같은 방법으로는 정리정돈 작업에 사용되는 많은 물체에 대해 대응하기는 어렵다. 

      본 연구에서는 CAD 모델이 불필요한 자세추정과 적은 양의 데이터로도 학습이 가능한 퓨샷 러닝(few-shot learning)[6] 기반의 이미지 매칭, 그리고 파지 및 물체 조작을 통해 로봇이 정리작업을 수행하도록 한다. [Fig. 1]과 같이 우선 목표 이미지와 현재 이미지의 점군(point cloud)으로부터 물체의 자세를 추정한다. 이때, CAD 모델 없이 물체의 자세를 추정하기 위해, 점군을 군집화(clustering)하여 하나의 군집이 하나의 물체에 대응되도록 분류한 후에 각 군집에 대해 PCA (principal component analysis)[7]를 적용하여 물체의 좌표계를 정의한다. 또한 추후 배치 작업을 진행할 때 활용하기 위해 물체의 배치상태(placement state)를 추정한다. 다만, 이와 같은 방식으로는 물체의 자세는 알 수 있지만, 물체의 종류는 알 수 없다. 그러므로 각 점군 군집을 이미지로 변환하여 목표 이미지와 현재 이미지의 물체들을 서로 대응시키는 이미지 매칭을 진행한다. 이때 목표 이미지에서 하나의 목표 물체를 정하고, 이미지 전처리를 수행하여 샴 신경망(Siamese network)[8] 입력으로 유사도를 추정하여 현재 이미지에서 목표 물체와 동일한 물체를 찾는다. 이를 통해 원하는 물체를 찾으면, 해당 물체의 자세와 자세 변화를 추정할 수 있으므로, 물체를 파지하는 방법과 물체를 배치하기 위해 필요한 물체 조작 행동을 추정할 수 있다. 추정된 파지 및 물체 조작을 통해 배치에 적절한 자세로 물체를 만든 후에 해당 물체에 대한 배치를 수행한다. 위의 과정을 통해 하나의 물체에 대해 정리가 끝나면 다시 자세추정 단계로 돌아가 동일한 과정을 반복하고, 모든 물체를 정리하면 정리정돈 작업이 완료된다.

      
        
        

        [Fig. 1] 
				
        

        
          Pipeline of robotic tidy-up task
        
        

        

      

      본 연구의 기여는 다음과 같다. 첫째, 물체들이 혼재된 환경에서도 CAD 모델이 없이 물체에 대한 자세추정이 가능하다. 둘째, 대량의 데이터 수집 필요 없이 다양한 물체에 대한 이미지 매칭이 가능하다. 셋째, 이러한 자세추정과 이미지 매칭 기법을 이용한 로봇의 정리 시스템을 제안하였다.

      논문의 나머지 부분은 다음와 같이 구성되었다. 2장에서는 자세추정 및 이미지 매칭 알고리즘에 대해 설명하며, 3장에서는 실험 및 결과에 대해 설명하고, 4장에서는 결론에 대해 서술한다.

    

    

  
    
      2. 자세추정 및 이미지 매칭 알고리즘
      
        2.1 자세추정
        물체의 자세를 추정하기 위해 본 연구에서는 점군 군집화, 군집의 자세추정, 그리고 배치상태 추정 단계를 거친다. 먼저 RGB-D 센서로 수집된 점군에 군집화를 적용하여 물체별로 점군을 나누는 작업을 수행한다. 이후 각 점군에 PCA를 적용하여 각 물체의 적절한 자세를 추정한다. 마지막으로, 추후 배치 작업을 진행할 때 활용하기 위해 물체의 배치상태를 추정한다. 

        
          2.1.1 점군 군집화
          점군 군집화는 물체의 자세를 얻기 위해 물체에 해당하는 점군을 찾아 분할하는 작업이다. RGB-D 센서로 얻은 점군은 물체뿐만 아니라, 그 물체의 주변환경에 대한 점군도 포함한다. 따라서 점군을 효율적으로 처리하기 위해 본 연구에서는 PassThrough 필터를 사용하여 관심영역(region of interest, ROI)을 설정해서 불필요한 점들을 제거한다. 이는 위치 (x, y, z)의 최소값 및 최대값을 이용하여 관심영역을 설정하는 방식이다. 이를 통해 [Fig. 2(a)]와 같이 책상 위 공간을 관심영역으로 설정하면, [Fig. 2(b)]와 같이 주변환경에 대한 점군을 모두 제거하고 물체들의 점군만을 얻을 수 있다.

          
            
            

            [Fig. 2] 
				
            

            
              Point clouds (a) before filtering and (b) after filtering
            
            

            

          

          필터링을 통해 얻은 점군은 여러 물체가 포함되어 있으므로, 군집화를 통해 각 물체 점군을 분리한다. 본 연구에서는 VCCS (voxel cloud connectivity segmentation)[9]를 기반으로 점군을 복셀(voxel)로 변환하고, 유사한 특징을 가진 복셀들을 슈퍼복셀(supervoxel)로 분할한다. 이때 복셀은 3차원 공간을 표현할 때 사용되는 가장 작은 단위이다. 슈퍼복셀은 공간적 거리, 색상이나 기하학적 특성 등이 유사한 복셀들의 집합이다. [Fig. 3]에 점군, 복셀, 그리고 슈퍼복셀의 예시를 나타내었다. 이때, 복셀의 크기는 Rvoxel이다. 복셀의 크기가 너무 크면 추정된 물체 표면이 거칠어지므로 정밀한 자세 추정이 어려운 반면에, 복셀의 크기가 너무 작으면 알고리즘 연산 시간이 길어진다. 

          
            
            

            [Fig. 3] 
				
            

            
              (a) Point cloud, (b) voxel, and (c) supervoxel
            
            

            

          

          VCCS로부터 추출된 슈퍼복셀에 LCCP (locally convex connected patches)[10]를 적용하여 인접한 슈퍼복셀 간의 볼록함과 오목함을 구분하여 군집화한다. [Fig. 4]와 같이 d는 인접 슈퍼복셀 표면의 중심점 p1과 p2의 두 점을 잇는 벡터이고, d = p1 - p2이다. n1과 n2는 각 슈퍼복셀의 중심점에 대한 법선벡터이고, α는 두 벡터와 d 사이의 각도이다. [Fig. 4(a)]와 같이 α1 < α2이면 볼록, [Fig. 4(b)]와 같이 α1 > α2이면 오목하다고 간주할 수 있다. 이와 같은 연산을 인접한 모든 주변 슈퍼복셀들에 수행한 뒤 동일한 볼록함을 지닌 슈퍼복셀들끼리 분류한다.

          
            
            

            [Fig. 4] 
				
            

            
              Examples of (a) convex and (b) concave objects
            
            

            

          

          위와 같은 과정을 통해 VCCS와 LCCP를 모두 적용하면, 결과적으로 색상, 거리, 형상 등 다양한 요소들을 고려하여 점군을 군집화할 수 있다. 따라서 [Fig. 5]와 같이 물체들이 혼재된 환경에서도 군집화가 가능하며, 색상이 비슷한 물체들도 구분하여 군집화할 수 있다.

          
            
            

            [Fig. 5] 
				
            

            
              (a) Point cloud and (b) result of VCCS & LCCP
            
            

            

          

        

        
          2.1.2 군집의 자세추정
          CAD 모델이 없다면 물체의 기준 좌표계를 알 수 없다. 따라서 대부분의 자세추정 알고리즘은 CAD 모델을 사용한다. 그러나 본 연구에서는 CAD 모델 없이 자세를 추정하므로, 일정한 규칙을 통해 물체의 좌표계를 추정한다. 또한, 물체 좌표계를 추정하는 것은 물체의 자세를 추정하는 것과 같다고도 할 수 있다.

          물체 좌표계를 추정하기 위해 다음과 같은 과정을 거친다. 먼저 군집화를 통해 분리된 각 군집은 하나의 물체와 대응된다. 따라서 이 군집에 대한 좌표계의 원점은 각 군집의 무게중심에 설정한다. 3차원 점군인 군집에 PCA를 적용하면, [Fig. 6]과 같이 서로 수직인 3개의 주축을 얻을 수 있는데, 각 축에 x, y, z축을 설정한다.

          
            
            

            [Fig. 6] 
				
            

            
              Definition of object frame
            
            

            

          

        

        
          2.1.3 배치상태 추정
          물체의 배치상태는 물체가 어떤 식으로 배치되어 있는지를 구분하기 위해 추가적으로 추정하는 정보이며, 서있는 상태, 누워있는 상태, 기울어져 있는 상태 등의 3가지로 구분한다. 이 배치상태는 지면에 수직한 방향 벡터와 물체의 z축이 이루는 각도를 이용하여 추정한다. [Fig. 7]과 같이 두 벡터가 서로 평행하면 물체가 서있는 상태, 두 벡터가 수직하면 누워있는 상태, 그리고 두 벡터가 평행하지도 않고 수직하지도 않는다면 기울어져 있는 상태라고 판단한다.

          
            
            

            [Fig. 7] 
				
            

            
              Estimation of placement states: (a) standing state, (b) lying state, and (c) tilting state
            
            

            

          

        

      

      
        2.2 이미지 매칭
        앞서 일련의 과정을 통해 물체의 자세는 추정할 수 있지만, 물체의 종류는 알 수 없다. 본 연구에서는 퓨샷 러닝 기반의 이미지 매칭을 통해 현재와 목표 정리 이미지에서 같은 종류의 물체를 찾는다. 우선 물체의 점군을 RGB 이미지로 변환한 이후에 이 이미지에서 [Fig. 8]과 같이 물체가 있는 영역을 잘라낸다. 다만, 이와 같이 물체가 존재하는 영역만을 기준으로 이미지를 잘라내면, 같은 물체임에도 불구하고 자세에 따라 다른 물체로 인식될 가능성이 있다. 따라서 항상 일정한 기준에 따라 이미지를 정렬할 필요가 있으며, 이를 위해 물체의 긴 방향이 이미지의 y축을 따라 정렬되도록 PCA를 통해 회전각도를 추정하여 물체를 회전시켰다. 따라서 그림과 같이 두 장의 회전 이미지를 생성한다.

        
          
          

          [Fig. 8] 
				
          

          
            Image crop and image rotation
          
          

          

        

        이와 같이 생성된 두 장의 이미지에 대해 각각 퓨샷 러닝 기반의 샴 신경망을 활용하여 유사도를 추정한다. 퓨샷 러닝은 적은 양의 데이터로 모델을 학습함에도 불구하고 새로운 데이터에도 적용할 수 있도록 고안된 학습 방법이다. 퓨샷 러닝의 데이터셋은 [Fig. 9(a)]와 같이 학습 데이터셋(training dataset)과 시험 데이터셋(test dataset)에 대응되는 서포트 셋(support set)과 쿼리 셋(query set)으로 구성된다. 본 연구에서의 물체 종류는 10종이고, 각각 사과, 마우스, 서랍, 핸드크림, 텀블러, 책, 핸드폰, 인형, 펜, 노트북 등이다. 서포트 셋은 물체 종류 당 5장, 총 50장 이미지로 구성된다. 퓨샷 러닝에 대한 문제는 대부분 “N-way K-shot” 문제라고 정의하는데, 여기서 N은 물체 종류(class)의 수이고, K는 쿼리 셋의 물체 종류당 데이터의 수이다. 선행 연구[6]에서는 “5-way 5-shot”일 때 쿼리 셋은 종류당 15장이고, “20-way 5-shot”일 때 쿼리 셋은 종류당 5장이다. 본 연구는 “10-way 5-shot” 문제이므로, 쿼리 셋은 물체 종류당 10장, 총 100장 이미지로 구성한다. 그 중 하나의 물체로 예를 들면, [Fig. 9(b)]와 같이 서포트 셋과 쿼리 셋을 볼 수 있다.

        
          
          

          [Fig. 9] 
				
          

          
            (a) Example of dataset configuration and (b) Example of support set and query set
          
          

          

        

        퓨샷 러닝에는 유사도 기반 방식과 그래프 신경망 방식이 있다. 전자는 데이터 간의 유사도를 추정하는 방식[11]이고, 후자는 데이터의 밀접 그래프(dense graph)를 활용하는 방식이다.[12] 본 연구에서는 유사도 기반의 학습 방식을 사용하였다. 이는 [Fig. 10] 과 같이 기존에 개발된 ResNet[13], VGGNet[14] 등의 특징 추출기(feature extractor)를 활용하여 2장의 이미지에서 벡터를 추출하고, 이 추출된 벡터들 간의 유사도를 바탕으로 입력된 이미지의 물체가 같은 종류의 물체인지를 검사하는 방식이다. 이와 같은 구조의 신경망을 샴 신경망이라고 한다. 이때 유사도는 다음과 같은 유클리디안 거리를 이용하므로, 결과가 0에 가까울수록 유사하다. 
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          [Fig. 10] 
				
          

          
            Architecture of Siamese network
          
          

          

        

        여기서 J는 벡터에 포함된 요소의 수를 나타낸다. 예를 들어, 벡터의 크기가 10 x 1이라면 J는 10이다.

        샴 신경망에서 이미지의 유사성을 학습하기 위해 본 연구에서는 다음과 같이 대비 손실함수(contrastive loss function)를 사용한다. 
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        여기서 입력된 두 이미지가 동일한 종류라면 레이블(l)은 1이고, 그렇지 않으면 0이다. 또한, α는 두 이미지의 물체가 서로 다른 종류인 경우, 손실이 너무 커지지 않도록 제한하는 역할을 한다. 이와 같은 대비 손실함수를 통해 동일한 종류의 입력 이미지일 때는 d를 최소화하고, 반대의 경우에는 d를 최대화하는 특징을 출력할 수 있도록 샴 신경망을 학습한다. 따라서 두 장의 이미지로부터 측정한 유사도를 기반으로 두 이미지 상의 물체가 같은 종류인지 아닌지를 판단할 수 있다. 이와 같은 샴 신경망을 이용하면 [Fig. 11]과 같이 이미지 전처리 단계에서 생성된 두 장의 이미지에 대해 각각 유사도를 추정하여 이 중 가장 가장 유사한 조합을 선택한다. 이와 같은 방법으로 현재와 목표 이미지에서 같은 종류의 물체인지 그렇지 않은지를 판단할 수 있다.

        
          
          

          [Fig. 11] 
				
          

          
            Comparison of similarity
          
          

          

        

      

      
        2.3 파지 및 물체 조작
        물체의 자세추정 단계에서 미리 추정한 물체 배치상태의 변화 유무에 따라 로봇이 물체를 정리하는 방법이 달라진다. 배치상태의 변화가 없는 경우에는 로봇이 물체를 파지 후 바로 정리할 수 있다. 그러나 배치상태의 변화가 있는 경우, 로봇이 물체 조작을 통해 배치상태를 변경한 뒤에 정리할 수 있다. 

        본 연구에서는 [Fig. 12]와 같이 로봇 말단에 카메라를 부착하였으므로, 로봇 말단 좌표계와 카메라 좌표계는 간단한 병진(translation)을 통해 변환이 가능하다. 반면에, 로봇 베이스 좌표계와 카메라 좌표계 간에는 복잡한 회전 및 병진 변환이 존재한다. 따라서 본 연구에서는 로봇 말단 좌표계를 기준으로 물체의 파지 자세를 추정하고자 한다.

        
          
          

          [Fig. 12] 
				
          

          
            Six steps of object manipulation
          
          

          

        

        파지 자세는 파지 위치와 파지 각도로 구성된다. 이 중 파지 위치는 말단 좌표계로부터 물체 좌표계의 좌표변환 행렬 ETO를 통해서 얻을 수 있다. 또한, 파지 각도 θ는 로봇 말단의 x축과 단축이 이루는 각도와 같다. 이와 같이 파지 자세가 추정되면 로봇은 파지 위치에서 z축 방향으로 일정 거리 위에 있는 지점으로 이동한 후 θ만큼 회전한 뒤 아래로 내려가 물체를 파지한다. 만약 배치상태의 변화 없이 정리가 가능하다면 단순한 집기와 놓기(pick and place)와 같이 물체를 배치하면 된다. 그러나 만약 배치상태의 변화가 필요하다면 물체 조작을 수행한다. 본 연구에서는 [Fig. 12]와 같이 우선 물체를 파지 후 보조 구조물 위로 이동한다. 다음으로 로봇이 물체를 회전시킴으로써 물체의 자세를 조작한다. 마지막으로, 물체를 다시 파지하여 목표 위치에 배치한다. 이와 같은 방법으로 물체를 정리한다.

      

    

    

  
    
      3. 실험 및 결과
      
        3.1 자세추정 알고리즘 성능 검증
        본 연구에서는 [Fig. 13(a)]와 같이 실험 환경을 구성하였다. FRANKA EMIKA의 PANDA, Azure Kinect 깊이 카메라, 그리고 Robotiq 2지 그리퍼가 실험에 사용되었다. 일상 생활에서 주로 볼 수 있는 [Fig. 13(b)]와 같이 8종의 물체에 대해 실험을 진행하였다.

        
          
          

          [Fig. 13] 
				
          

          
            (a) Experimental setup and (b) target objects
          
          

          

        

        본 연구에서 자세추정 알고리즘의 성능을 확인하기 위해 로봇 앞에 임의로 물체 4종을 선택하여 [Fig. 14]와 같이 완전히 붙이거나 서로 쌓음으로써 물체들이 혼재된 환경을 만들었다. 이 환경에서 유클리드 군집화, 색상 기반의 군집화, VCCS와 LCCP를 적용한 군집화 등 다양한 군집화 알고리즘을 이용하여 군집화를 진행하고, 그 결과에 PCA를 적용하여 물체 자세를 추정하였다. 본 실험에서 복셀의 크기 Rvoxel은 5 mm로 설정하였으며, 이 수치는 경험적으로 적절하다고 판단되는 수치를 선택한 값이다. 물체의 90% 이상 점군이 정확히 분할된 경우 군집화가 성공하였다고 판단하였다. 또한 자세추정의 경우, 추정된 위치로 로봇이 물체를 파지할 수 있다면 성공으로 간주하였다. 총 50회의 실험을 통한 군집화와 자세추정 성공률은 [Table 1]과 같다.

        
          
          

          [Fig. 14] 
				
          

          
            Results of clustering and pose estimation
          
          

          

        

        
          [Table 1] 
				
          

          
            Success rates of clustering and pose estimation
          
          

        

        
          
            
              	
              	Euclidean
              	Color-based
              	VCCS+LCCP
            

          
          
            	Clustering
            	44% (22/50)
            	50% (25/50)
            	92% (46/50)
          

          
            	Pose estimation
            	40% (20/50)
            	46% (23/50)
            	90% (45/50)
          

        

        

        실험 결과, 물체들이 혼재된 환경에서는 유클리드 군집화나 색상 기반 군집화보다 VCCS와 LCCP 군집화 결과에 PCA를 적용하여 물체 자세를 추정한 성공률이 훨씬 높았다. 이는 [Fig. 14]와 같이 물체들이 혼재된 환경에서 유클리드 군집화는 여러 물체를 하나의 군집으로 군집화하는 문제가 발생하고, 색상 기반의 군집화는 하나의 물체이더라도 명암 혹은 그림자로 인해 색상에 차이가 나서 여러 군집으로 나누는 문제가 발생한다. VCCS와 LCCP 군집화는 공간, 색상, 기하학적 특징을 모두 고려하기에 훨씬 좋은 성능을 가진다는 것을 확인할 수 있다. 

      

      
        3.2 이미지 매칭을 위한 신경망 구조와 임계값
        본 실험에서 다양한 신경망 구조와 대비 손실함수의 임계값(α)을 변화시키면서 이미지 매칭의 최적 신경망 구조와 임계값을 선택하였다. 샴 신경망 구조 중 특징 추출기는 사전 학습된 VGG16과 ResNet50을 동결시킨 채로 사용하였다. 이때, 최적의 신경망 구조를 찾기 위해 특징 추출기의 말단에 합성곱층(Conv: convolution layer) 혹은 전결합층(FC: fully connected layer)을 추가하여 실험하였다. 또한, 대비 손실함수에서의 임계값을 1.0, 1.5, 2.0, 2.5로 설정해서 각각 학습을 진행하였다. 쿼리 셋의 100장의 이미지에 대한 매칭 성공률은 [Table 2]와 같다.

        
          [Table 2] 
				
          

          
            Success rates of image matching
          
          

        

        
          
            
              	Model
              	VGG16
Conv
              	VGG16
 FC
              	ResNet50
Conv
              	ResNet50
FC
            

            
              	Margin
            

          
          
            	1.0
            	54%
(54/100)
            	52%
(52/100)
            	36%
(36/100)
            	35%
(35/100)
          

          
            	1.5
            	47%
(47/100)
            	60%
(60/100)
            	38%
(38/100)
            	40%
(40/100)
          

          
            	2.0
            	66%
(66/100)
            	41%
(41/100)
            	44%
(44/100)
            	43%
(43/100)
          

          
            	2.5
            	52%
(52/100)
            	49%
(49/100)
            	40%
(40/100)
            	37%
(37/100)
          

        

        

        실험 결과, 임계값을 2.0으로 설정하고, VGG16 특징 추출기에서 합성곱층을 추가한 경우의 성공률이 가장 높았다. 이는 전결합층은 합성곱층과 다르게 위치에 대한 정보를 소실하기 때문인 것으로 보인다.

      

      
        3.3 로봇의 정리정돈 성능 검증
        로봇의 정리정돈 성능을 검증하기 위한 실험도 진행하였다. 실험 환경은 자세추정을 위해 준비한 실험 환경과 동일하다. 실험 대상 물체는 [Fig. 15]와 같이 총 5종의 물체를 선택하였다. [Fig. 13(b)]의 물체 중 필통, 서랍, 노트북(laptop)은 2지 그리퍼로 파지할 수 없으므로 실험 대상에서 제외하였다. 이때 [Fig. 15(a)]는 5종의 물체로 구성된 서포트 셋이고, [Fig. 15(b)]는 서포트 셋에 있는 물체들과 종류는 같으나, 다른 물체들로 구성된 쿼리 셋이다. 우선 책상 위에 정리된 상태로 물체들을 배치한다. 이때 로봇이 각 물체의 목표 자세를 기억한다. 다음으로, 물체가 임의의 자세로 조작되면, 로봇은 물체들의 현재 자세와 목표 자세를 비교하여 정리작업을 수행한다. 정리작업을 수행 후, 물체들의 정리가 잘 되었는지 확인한다. 이때, 위치오차가 5 mm 미만이며, 배치상태가 일치하면 성공으로 간주하였다. 총 100번의 실험을 진행하였고, 실험 결과는 [Table 3]과 같다.

        
          
          

          [Fig. 15] 
				
          

          
            Target objects: (a) 5 objects in image matching support set and (b) 10 objects not in image matching support set
          
          

          

        

        
          [Table 3] 
				
          

          
            Success rates of tidy-up task
          
          

        

        
          
            
              	
              	Without change of placement state
              	With change of placement state
              	Total
            

          
          
            	Success rate
            	88%
(44/50)
            	82%
(41/50)
            	85%
(85/100)
          

        

        

        최종적인 물체 배치 성공률은 85%로 나타났다. 주로 실패하는 경우는 2가지 경우가 있었다. 먼저 배치상태의 변화가 없는 경우에는 텀블러와 같이 상하 구분이 어려워 회전 방향이 잘못 추정된 경우이다. 또한, 배치상태의 변화가 있는 경우, 핸드크림 혹은 인형과 같이 파지하였을 때 변형이 일어나 물체의 무게중심이 치우쳐서 물체 조작에 실패하였다. 

      

    

    

  
    
      4. 결 론
      본 연구에서는 물체들이 혼재된 환경에서 목표 정리 이미지와 같이 로봇이 정리작업을 수행하도록 하였다. 이를 위하여 점군 기반의 물체 자세추정, 퓨샷 러닝 기반의 샴 신경망을 활용한 이미지 매칭, 그리고 파지 및 물체조작 기법을 제안하였다. 본 연구에서 제안한 자세추정 알고리즘은 CAD 모델이 없는 상태에서도 사용할 수 있을 뿐만 아니라, 학습을 위한 데이터 수집 없이 다양한 물체에 대응이 가능하다는 것을 확인할 수 있었다. 또한, 물체들이 혼재된 환경에도 자세를 추정할 수 있다는 장점이 있다. 이미지 매칭 알고리즘은 퓨샷 러닝 기반의 샴 신경망을 이용하여 유사도를 기반으로 물체의 종류를 파악한다. 이는 인식 알고리즘에 비해 적은 양의 데이터셋으로도 학습이 가능하고, 학습에 사용되지 않는 이미지에 대해서도 이미지 매칭이 가능하다는 장점이 있다. 또한, 파지와 물체조작을 통해 로봇이 정리작업을 수행할 수 있도록 하였다. 로봇의 정리정돈 성능을 검증하기 위해 실험을 수행한 결과 85%의 성공률을 보였다. 이를 통해 본 연구에서 제안한 알고리즘이 다양한 물체들이 혼재된 환경에서도 정리정돈 작업을 수행할 수 있다는 것을 확인할 수 있었다.
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