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            초록
          
        

        
          The tendon-sheath mechanism is one of the key components of flexible surgical robots. It is essential for enabling remote actuation systems within the design of flexible surgical robots, thereby addressing and overcoming constraints related to size limitations. However, it simultaneously introduces a critical issue, as it causes hysteresis, which impedes the precise movements required in surgical robotics. Previous research has successfully predicted the magnitude of hysteresis based on the path of the tendon-sheath mechanism. In contrast to earlier studies, the objective of this research is to predict the behavior of hysteresis using hysteresis magnitude data. To build the hysteresis prediction model, a combination of a Recurrent Neural Network (RNN) and the Preisach model was employed. During the training process, both the hysteresis magnitude and the desired displacements are used to develop a model capable of predicting the actual output displacements. The proposed model estimated hysteresis with an RMSE within 0.0441 mm. This approach is expected to improve the reliability and performance of flexible surgical robots.
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      1. 서 론
      최소 침습 수술은 환자의 외상을 줄여 빠른 회복을 가능하게 하고, 상처를 줄이고, 합병증 감소 등의 효과로 세계적으로 널리 보급되고 있다[1-3]. 초기의 최소 침습 수술은 수술도구의 구조적 한계와 제어측면에서 어려움이 있었으나, 기술의 발전으로 인해 로봇 수술을 활용하여 수술을 진행함으로써 최소 침습 수술의 어려움을 줄일 수 있었다[4,5]. 로봇 수술(robotic surgery)은 수술 도구를 움직일 수 있는 로봇을 의사가 제어하며 진행되는 수술이며, 로봇 수술에 사용되는 로봇을 수술 로봇이라고 한다. 수술 로봇은 비교적 짧은 기간에 엄청난 진전을 이룬 연구 분야[6,7]로서 주로 복강경 수술[8], 척추 수술[9] 등에서 사용되고 있다.

      자연 개구(natural orifice)를 통해 진입하여 위, 대장 등의 장기를 검사하는 내시경에서 영감을 받아 유연 수술 로봇이 만들어지게 되었다. 기존의 직선형 강체 수술 로봇과 달리 자연 개구 등을 통해 진입하여 임의의 경로를 지나 수술 부위에 접근 가능하다[10,11]. 이러한 장점을 이유로 유연 수술 로봇은 활발히 개발되고 있다[12]. 유연 수술 로봇은 좁고 구부러진 경로를 통과해 움직임을 전달할 수 있는 메커니즘을 필요로 한다. Tendon-Sheath Mechanism (TSM)은 경로의 변화에도 동력전달이 가능하고, 경량화의 용이성, 수술로봇의 크기적 제약을 극복할 수 있는 장점으로 인하여 유연 수술 로봇과 같은 의료용 로봇에 자주 사용된다[11,13,14]. 하지만, TSM은 움직임을 전달할 때 텐던과 쉬스에서 발생하는 마찰력으로 인한 입력과 출력 간의 지연현상, 즉 이력 현상을 피할 수 없다[15]. 이러한 이력 현상은 텐던과 쉬스 사이에 있는 미세한 갭으로 인한 백래시, 텐던의 신장, 쉬스의 변형 등이 복합되어 발생한다. 이런 현상은 정확한 제어를 어렵게 하여 유연 수술 로봇의 조작성을 떨어트리는 결과를 초래하기 때문에[16] TSM에서 발생하는 이력 현상을 정확히 추정하고 보상하는 것이 중요하다.

    

    

  
    
      2. 이론적 배경 및 관련 연구
      TSM에서 발생하는 이력 현상은, TSM이 통과하는 경로의 구성과 물리적 특성에 의해 발생하게 된다. 경로에 존재하는 곡선의 각도, 위치, 곡률반경 등 다양한 요소가 TSM에서 발생하는 비선형 이력 현상을 다르게 만든다[17,18]. TSM에서 발생하는 이력 현상을 예측하고 보상하기 위한 여러 연구들이 진행되어 왔다. 이러한 연구들은 크게 모델을 활용한 연구들과 카메라 비전 및 인공지능을 활용하는 연구들로 나눌 수 있다.

      모델을 활용하는 연구는, 모델도출 방식에 따라 구분된다. 수학적 모델 중 하나인 Bouc-Wen 모델을 기반으로 이력 현상을 예측하고 보상하는 연구[19], 마찰 모델 등의 단순한 모델 기반 보상 접근 방식을 활용한 연구[20], 둥근 백래시 모델을 활용한 연구[21]와 같이 다양한 방법과 접근 방식으로 모델을 기반으로 하는 연구들[16,22,23]이 진행되고 있다. 카메라를 이용한 연구는 초기에는 카메라를 통해 이미지를 얻으면 유연 수술 로봇의 말단의 자세를 인지하는 연구[24,25]부터 시작하였다. 기술의 발전으로 딥러닝 등이 발전하면서, 비전 기술과 딥러닝을 접목하여 연구를 시작하면서 다양한 연구가 시도될 수 있었다[26,27]. 하지만, 한 대의 카메라만을 이용해서 정보를 얻는 경우 정확도가 떨어지게 되면서, 이를 보완하고자 여러 대의 카메라를 사용하거나[25] 마커 등을 이용한 연구도 진행되었다[28]. 또는 마커 없이 이미지 데이터와 운동학 기반 추정 데이터를 사용한 하이브리드 학습 기방 방법이 연구가 진행되기도 하였다[29].

      우리는 모델을 활용하여 TSM에서 발생하는 이력 현상을 연구를 진행해왔다. 먼저, 다양한 각도와 곡률 반경을 가진 단일 곡선 형상에서 실험을 진행하였다. 이를 통하여 TSM에 발생하는 이력 현상이 경로의 각도와 곡률반경에 영향을 받는다는 것을 확인했다. 이러한 상관관계를 통해 이력 현상 모델 중 하나인 Preisach 모델과 최적화를 사용하여 모델링을 진행하였다[30]. 후속 연구로는 Preisach 모델과 Recurrent Neural Network (RNN)를 융합하여 모델링을 진행하였고, 그 결과 최적화를 통한 모델보다 오차가 줄어들었으며, 실험한 데이터가 없는 임의의 조건에서의 이력 현상도 예측할 수 있음을 확인할 수 있었다[17]. 또한, Preisach 모델과 RNN을 융합한 이력 현상 모델을 바탕으로 수치최적화 알고리즘을 활용한 실시간 보상 알고리즘을 연구하여 성능을 검증하였다[31]. 가장 최근에 이루어진 연구[18]에서는 단일 곡선과 다중 곡선 형상에서 나타나는 이력 현상에 대해 실험을 진행하였다. 이 연구를 통해, 이력현상은 TSM의 경로상 위치하는 곡선의 각도와 곡률 반경뿐만 아니라, 해당 곡선의 위치에 의한 영향이 있음을 확인하였다. TSM의 곡선의 각도, 곡률반경 그리고 곡선의 위치를 고려한 이력현상의 비선형적 특성을 반영하여 이력 현상의 크기를 모델링하였다.

      본 연구는 TSM 경로의 다양한 조건 하에서 도출한 이력현상의 크기 값을 Preisach 모델 기반의 순환신경망 모델에 학습시켜 입력신호 데이터만으로 이력현상이 고려된 출력신호를 예측하는 모델을 제안한다. TSM 경로의 형상에 따른 이력현상의 크기를 모델링한 기존 연구결과[18]와 결합하면 복잡한 형상에 대해 일일이 실험하여 학습시키지 않고도 이력현상의 크기 정보만으로 입력신호에 따른 출력신호를 실시간으로 추정할 수 있다.

    

    

  
    
      3. 실험 및 데이터 수집
      
        3.1 실험 장치 및 실험 변수 설정
        먼저, 단일 곡선 형상에서는 90 deg, 60 deg, 45 deg, 30 deg 총 4가지의 곡선의 각도와 입력 모듈로부터의 거리가 200 mm, 490 mm, 775 mm인 3가지 상황을 조합하여 총 12가지 형상에서 실험을 진행하였다. 다중 곡선 형상은 크게 이중 곡선 형상과 삼중 곡선 형상으로 나누어 실험을 진행하였다. 이중 곡선 형상의 경우 [Table 1]과 같이 각도의 합이 90 deg인 3가지의 곡선 조합과 6가지의 곡선 위치를 조합하여 총 24가지의 형상에서 실험을 진행하였다. 삼중 곡선 형상은 각 곡선의 위치는 쉬스의 위치가 등분되는 위치에서 [30 deg, 45 deg, 60 deg], [45 deg, 30 deg, 60 deg], [60 deg, 30 deg, 45 deg], [60 deg, 45 deg, 30 deg]와 같이 총 4가지의 곡선 조합에서 실험을 진행하였으며, 이중 곡선, 삼중 곡선 경로의 곡률반경은 30 mm이다. 이러한 형상에서 실험을 진행하기 위해서 [Fig. 1]과 같이 입력 모듈과 출력 모듈, 곡선 가이드로 이루어진 실험 장치를 구상하였다. 곡선 가이드가 2개 이상일 때는 입력 모듈로부터 멀리 떨어진 순서로 곡선의 순서를 결정하였다.

        
          [Table 1] 
				
          

          
            Parameters in experiments in curve path with double segments
          
          

        

        
          
            
              	Curve Angle Combination (ϕ)
              	
              	Distance from Input Module
            

            
              	1st Curve
              	2nd Curve
              	
              	1st Curve
              	2nd Curve
            

          
          
            	60 deg
            	30 deg
            	
            	350 mm
            	200 mm
          

          
            	
            	565 mm
            	415 mm
          

          
            	45 deg
            	45 deg
            	
            	775 mm
            	625 mm
          

          
            	
            	575 mm
            	200 mm
          

          
            	30 deg
            	60 deg
            	
            	675 mm
            	300 mm
          

          
            	
            	775 mm
            	400 mm
          

        

        

        
          
          

          [Fig. 1] 
				
          

          
            Configuration of experimental apparatus
          
          

          

        

      

      
        3.2 실험 결과
        본 연구에서 사용되는 실험 데이터의 경우, [Fig. 2]의 (a)와 같이 입력 시간에 따른 입력 신호와 출력 신호가 나타나게 된다. 이를 정규화하여 입력-출력 그래프로 나타내면 [Fig. 2]의 (b)와 같이 나타나게 된다. 본 논문에서 정규화한 입력-출력 그래프에서 입력 변위가 0일 때를 기준으로 나타나는 출력 변위의 차이를 이력 현상의 크기로 정의한다.

        
          
          

          [Fig. 2] 
				
          

          
            Desired-measured displacements and normalized map (a) Discrepancies between desired and measured displacements due to hysteresis. (b) Normalized desired-measured map and hysteresis magnitude
          
          

          

        

        [Fig. 3]의 (a), (b)와 같이 곡선의 위치가 일정할 때, 곡선의 각도가 커진다면 이력 현상의 크기가 증가하는 것을 볼 수 있다. 또한 [Fig. 3]의 (c), (d)와 같이 곡선의 각도가 일정할 때, 곡선의 위치가 입력 모듈로부터 멀어질수록 이력 현상의 크기가 증가하는 것을 확인할 수 있었다. 이러한 현상은 다중 곡선 형상일 때도 마찬가지로 나타났다. 그리고 각 곡선의 위치에 따라 이력 현상에 영향을 주는 정도가 비선형적이라는 것을 확인할 수 있었다[18].

        
          
          

          [Fig. 3] 
				
          

          
            Normalized displacement map with (a) Displacement – time map at varying angles (b) Desired –measured map at varying angles (c) Displacement – time map at varying distance (d) Desired –measured map at varying distance
          
          

          

        

      

    

    

  
    
      4. RNN을 활용한 모델링
      
        4.1 Preisach 모델과 인공신경망을 선정한 이유
        이력 현상을 나타내는 대표적인 모델 중 하나인 Preisach 모델은 강자성 재료의 이력 현상 모델링에 일반적으로 사용된다[32]. Preisach 모델은 피스톤-실린더의 움직임에 비유하여 설명할 수 있다[17]. 피스톤의 움직임을 입력 신호, 실린더의 움직임을 출력 신호로 각각 정의하였을 때, 피스톤이 실린더 내부를 움직일 때는 실린더에 움직임이 발생하지 않아 백래시와 같은 현상을 모사할 수 있다. 피스톤-실린더 모델은 단순 백래시와 같은 이력 현상을 나타내며 이력 현상의 크기는 실린더의 길이와 상관이 있다. Preisach 모델은 다양한 길이의 피스톤-실린더 모델을 가중합 형태로 중첩해둔 모델로서 이력 현상의 다른 대표적 모델인 Bouc-Wen 모델 등보다 간단한 수학적 구조를 지닌다[33]. 이러한 가중합 구조 덕분에 Preisach 모델은 인공 신경망과 쉽게 결합할 수 있다[33]. 또한 Preisach 모델의 가중치를 결정할 때, 인공 신경망을 사용하는 경우에는 모델의 정확도를 향상시킬 수 있다는 결과가 연구되었다[34]. 이러한 다양한 장점들로 인하여 Preisach 모델과 인공 신경망을 융합하는 다양한 연구가 진행되어 왔다. Preisach 모델과 인공신경망을 융합하여 구성한 모델은 정적뿐만 아니라 동적 모델에서도 좋은 성능을 보여주었으며, 자기 벡터 전위를 기반으로 하는 비선형 문제 또한 해결하는 모델을 만들어낼 수 있었고[35], 강한 이력 현상이 측정되어 부정확성과 진동을 일으키는 압전 엑추에이터에서도 이력 현상의 효과를 예측하여 컨트롤을 할 수 있었다[36]. Preisach 모델을 기반으로 하는 인공 신경망의 경우 기존 모델보다 이력 현상의 비선형성을 더 정확하게 식별할 수 있음이 증명되었다[37].

        우리는 이전 연구[17,18,30,31]를 통해 TSM에서 발생하는 이력 현상이 경로의 형상에 따라 다르게 나타나는 것을 확인할 수 있었으며, 이러한 이력 현상의 크기를 모델링할 수 있었다. 본 연구에서는 Preisach 모델을 활용한 딥러닝 모델을 이용하여 이력 현상의 크기를 학습시키고, 입력 신호에 따른 이력 현상을 반영한 출력 신호를 예측할 수 있는 모델을 제안한다. 비선형성을 정확하게 모사하는 특징을 지닌 모델을 활용함으로써, TSM의 특성을 잘 반영한 이력 현상 모델을 도출하고자 한다.

      

      
        4.2 Preisach 모델과 인공신경망을 통한 이력 현상 모델
        TSM에서 발생하는 이력 현상은 앞선 결과가 뒤에 입력될 신호에 영향을 주게 되기 때문에 Preisach 모델과 결합할 인공 신경망으로 RNN의 종류 중 하나인 Long Short-Term Memory (LSTM)를 선택한다. LSTM은 RNN 구조에 memory cell을 은닉층 뉴런에 추가함으로서 기존의 RNN이 가지고 있던 문제점인 장기 의존성 문제 등을 해결한 인공신경망이다[38].

        Preisach 모델과 인공 신경망을 활용한 구조로 이력 현상 모델은 [Fig. 4]와 같이 나타난다. 11개의 LSTM의 레이어에는 각각 다른 임계값 벡터가 적용된 y1, y2, ⋯, y11를 출력하게 된다. 이렇게 출력된 y와 실험을 얻은 출력 값인 ym은 전처리 과정을 거치게 된다. 또한 이러한 데이터는 첫 번째 시간에서 마지막 시간까지 슬라이딩하면서 10개의 시간으로 그룹화 되어있다. 그룹화된 데이터에서 시간은 10개 미만이고, 데이터가 부족한 경우에는 초기 값이 이를 대체하게 된다. 각 LSTM에서의 가중치를 변경하기 위하여 yn, (n=1, ⋯, 11)의 11개의 특징을 가진 하나의 LSTM을 대신하여 LSTM에는 10개의 시간으로 그룹화된 데이터가 입력되게 된다. 그에 따라 각 LSTM에서 10개의 출력이 생성된다. 즉, 총 110개의 노드가 생성되고, 이 노드들은 flatten layer를 통과하여 Distal dense layer에 입력하게 된다. Hysteresis magnitude dense layer는 TSM에서 발생한 이력 현상의 크기에 대한 정보, H를 처리하여 Distal dense layer에 입력되게 된다. 즉 Flatten layer을 통과한 110개의 노드와 Hysteresis magnitude dense layer의 출력 노드(nHMDL)가 Distal dense layer의 입력층을 형성하게 된다. 이와 관련하여 [Table 2]와 같이 인공 신경망의 입력층과 출력층의 데이터 형상을 요약하였다.

        
          
          

          [Fig. 4] 
				
          

          
            General architecture of the Preisach hysteresis model integrated with an artificial neural network. The yellow region represents the Preisach model, while the blue region denotes the artificial neural network
          
          

          

        

        
          [Table 2] 
				
          

          
            Input and output data shapes for the LSTM, Flatten, Hysteresis Magnitude Dense, and Distal Dense layers
          
          

        

        
          
            
              	Layer
              	Input data shape
              	Output data shape
            

          
          
            	11 LSTM
            	(l, 10, 1)
            	(l, 10, 1)
          

          
            	Flatten layer
            	(l, 10, 1)
            	(l, 10)
          

          
            	Hysteresis magnitude dense
            	(l, 1)
            	(l, nHMDL)
          

          
            	Distal dense
            	(l, 110+nHMDL)
            	(l, 1)
          

        

        

      

      
        4.3 데이터 분류 및 데이터 전처리
        TSM에서 발생하는 이력 현상을 학습하기 위하여 데이터를 학습 데이터, 검증 데이터, 시험 데이터로 분류하였다. 앞선 실험을 통하여 52가지의 경로 형상에서의 실험을 진행하였으며, 이는 12가지의 단일 곡선 형상, 36가지의 이중 곡선 형상과 4가지의 삼중 곡선 형상으로 이루어져 있다. 52가지의 데이터에 대하여 무작위로 training set은 34개, validation set은 10개, test set은 8개로 나누어 학습을 진행하게 되었다. 각 데이터들은 주기는 같고 진폭이 다른 sine 형상의 입력 신호에 대한 출력 결과를 나타내고 있다.

        각 데이터들을 학습하기에 앞서, 데이터의 전처리과정이 필요하다. 이력 현상의 출력을 살펴보면, 이력 구간이 나타나는데, 실제로 수술 로봇 등을 제어할 시에는 이러한 이력 구간에서의 제어가 나머지 구간보다 성능에 미치는 영향이 훨씬 크기 때문에 학습 과정에서도 이러한 이력 구간에 가중치를 부여하고자 한다. 이력 구간을 설명하기 위해서는 piston-cylinder 모델을 이용하여 설명할 수 있다. piston-cylinder 모델에서, piston이 cylinder의 크기만큼 움직인 후 cylinder가 움직이기 시작하는데, TSM에서는 이러한 현상이 입력 신호의 도함수의 부호가 바뀔 때 나타난다. 이러한 구간을 이력 구간이라고 한다. 무작위로 training set와 validation set에 대해서 이력 구간에 대한 데이터 증강을 하였다. 데이터 증강을 하여 입력되는 시계열 데이터 수는 [Table 3]과 같이 나타난다. 증강된 데이터의 길이는 원본 데이터의 길이에서 약 38%가 증가하였다.

        
          [Table 3] 
				
          

          
            Classification of data sets based on the length of each data set
          
          

        

        
          
            
              	Data set
              	Length of Data
            

            
              	Before augmentation
              	After augmentation
            

          
          
            	Training set
            	198,066
            	274,906
          

          
            	Validation set
            	60,020
            	82,620
          

          
            	Test set
            	48,016
          

        

        

      

      
        4.4 학습 및 Hyperparameter 값 설정
        모델의 훈련을 최적화하기 위하여 Adam (Adaptive moment estimation)을 사용하였으며, 학습의 손실을 알기 위한 알고리즘에는 MSE (Mean squared error)를 사용하였다. 또한 학습을 할 때, 과적합을 방지하고 학습의 효율성을 올리기 위하여, MSE가 10개의 epoch 동안 감소하지 않으면 학습을 조기 중단하고, MSE가 가장 작은 epoch의 가중치가 저장되게 설정하였다. 이전 연구[17]에서 108개의 모델에 대하여 grid search 방식을 통해서 Hyperparameter 값을 튜닝하였으며, 이는 validation set에 관한 MSE가 가장 작은 Hyperparameter의 값이다. 이에 관한 값은 [Table 4]와 같이 나타난다.

        
          [Table 4] 
				
          

          
            Hyperparameters of layers and their values
          
          

        

        
          
            
              	Layer
              	Hyperparameters
              	Values
            

          
          
            	LSTM
            	Number of LSTM layers
            	1
          

          
            	Hysteresis magnitude dense
            	Number of nodes
            	4
          

          
            	Number of hidden layers
            	1
          

          
            	Distal dense
            	Number of nodes
            	64
          

          
            	Number of hidden layers
            	1
          

        

        

      

    

    

  
    
      5. 학습 결과 및 고찰
      TSM에서 발생하는 이력 현상과 이력 현상의 크기를 학습한 모델의 loss값은 [Fig. 5]와 같이 나타난다. 학습을 위하여 사용된 epoch의 개수는 34개이며, 최종적인loss의 값은 0.0028이다. Preisach 모델과 LSTM을 이용한 모델의 결과 중 일부가 [Fig. 6]과 같이 나타난다. Test set의 결과 중 랜덤하게 단일 곡선 형상 1개, 이중 곡선 형상 1개, 삼중 곡선 형상 1개를 나타낸 결과이다. [Fig. 6]에서 나타난 것과 같이 (a), (b), (c)에서의 곡선의 각도와 위치, 개수가 모두 다르며, 그에 따라 이력 현상의 크기도 모두 다른 크기로 나타나는데, Preisach 모델과 LSTM을 이용한 모델의 경우 다양한 크기의 이력 현상에 대하여 모델링이 가능함을 보여주고 있다. 전체 학습 결과는 [Table 5]와 같으며, [Table 5]의 Input – Measured RMSE는 이력현상으로 인해 발생하는 입력 신호와 측정된 출력 신호 사이의 오차에 대한 지표이고, Model – Measured RMSE는 모델에 의해 추정된 결과와 출력 신호 사이의 오차로 모델의 유효성 검증을 위한 정량적 수치로 사용하였다. 52가지 형상의 Model – Measured RMSE 중 가장 작은 값이 0.02 mm, 가장 큰 RMSE 값이 약 0.08 mm이다. Input – Measured RMSE의 전체 평균은 1.0200 mm이며, Model – Measured RMSE의 전체 평균은 약 0.0441 mm이다. 학습된 모델을 활용하여 높은 정확성으로 이력현상이 고려된 출력을 예측할 수 있다.

      
        
        

        [Fig. 5] 
				
        

        
          LSTM Training and Validation Loss Over Epochs
        
        

        

      

      
        
        

        [Fig. 6] 
				
        

        
          Comparison between the measured output and the output predicted by the proposed model for the test sets. (a), (b), and (c) represent comparisons across three different test set shapes. In each figure, the first, second, and third rows display the displacement over time, the input-output map, and the error over time, respectively
        
        

        

      

      
        [Table 5] 
				
        

        
          RMSE of Learned Model for All Shapes of the TSM
        
        

      

      
        
          
            	Number of segments
            	1st Curve Angle
( deg )
            	1st Curve Position
( mm )
            	2nd Curve Angle
( deg )
            	2nd Curve Position
( mm )
            	3rd Curve Angle
( deg )
            	3rd Curve Position
( mm )
            	Input – Measured
RMSE (mm)
            	Model – Measured
RMSE (mm)
          

          
            	Non-flipped 
shape
            	Flipped 
shape
            	Non-flipped 
shape
            	Flipped 
shape
          

        
        
          	1
          	30
          	200
          	-
          	-
          	-
          	-
          	0.3175
          	-
          	0.0373
          	-
        

        
          	490
          	-
          	-
          	-
          	-
          	0.4124
          	-
          	0.0321
          	-
        

        
          	775
          	-
          	-
          	-
          	-
          	0.4882
          	-
          	0.0234
          	-
        

        
          	45
          	200
          	-
          	-
          	-
          	-
          	0.4406
          	-
          	0.0247
          	-
        

        
          	490
          	-
          	-
          	-
          	-
          	0.5474
          	-
          	0.0267
          	-
        

        
          	775
          	-
          	-
          	-
          	-
          	0.8107
          	-
          	0.0644
          	-
        

        
          	60
          	200
          	-
          	-
          	-
          	-
          	0.5233
          	-
          	0.0250
          	-
        

        
          	490
          	-
          	-
          	-
          	-
          	0.8002
          	-
          	0.0307
          	-
        

        
          	775
          	-
          	-
          	-
          	-
          	0.9829
          	-
          	0.0701
          	-
        

        
          	90
          	200
          	-
          	-
          	-
          	-
          	0.7551
          	-
          	0.0557
          	-
        

        
          	490
          	-
          	-
          	-
          	-
          	1.0422
          	-
          	0.0500
          	-
        

        
          	775
          	-
          	-
          	-
          	-
          	1.4737
          	-
          	0.0494
          	-
        

        
          	2
          	60
          	350
          	30
          	200
          	-
          	-
          	0.7387
          	0.8090
          	0.0536
          	0.0251
        

        
          	565
          	415
          	-
          	-
          	1.0191
          	1.0283
          	0.0387
          	0.0272
        

        
          	775
          	625
          	-
          	-
          	1.3899
          	1.4417
          	0.0611
          	0.0716
        

        
          	575
          	200
          	-
          	-
          	0.9718
          	1.0666
          	0.0617
          	0.0570
        

        
          	675
          	300
          	-
          	-
          	1.0735
          	1.0735
          	0.0337
          	0.0337
        

        
          	775
          	400
          	-
          	-
          	1.3896
          	1.3896
          	0.0325
          	0.0325
        

        
          	45
          	350
          	45
          	200
          	-
          	-
          	0.7620
          	0.8191
          	0.0531
          	0.0266
        

        
          	565
          	415
          	-
          	-
          	0.9394
          	0.9394
          	0.0441
          	0.0441
        

        
          	775
          	625
          	-
          	-
          	1.3264
          	1.3486
          	0.0482
          	0.0331
        

        
          	575
          	200
          	-
          	-
          	0.9950
          	0.9963
          	0.0346
          	0.0370
        

        
          	675
          	300
          	-
          	-
          	0.9502
          	0.9985
          	0.0543
          	0.0282
        

        
          	775
          	400
          	-
          	-
          	1.3644
          	1.3087
          	0.0366
          	0.0364
        

        
          	30
          	350
          	60
          	200
          	-
          	-
          	0.7629
          	0.8416
          	0.0347
          	0.0437
        

        
          	565
          	415
          	-
          	-
          	0.9045
          	0.9069
          	0.0279
          	0.0356
        

        
          	775
          	625
          	-
          	-
          	1.2364
          	1.2364
          	0.0367
          	0.0367
        

        
          	575
          	200
          	-
          	-
          	0.8305
          	0.8991
          	0.0699
          	0.0546
        

        
          	675
          	300
          	-
          	-
          	0.9075
          	0.8729
          	0.0404
          	0.0797
        

        
          	775
          	400
          	-
          	-
          	1.2048
          	1.2072
          	0.0457
          	0.0350
        

        
          	3
          	30
          	245
          	45
          	490
          	60
          	730
          	1.4282
          	-
          	0.0353
          	-
        

        
          	45
          	30
          	60
          	1.5500
          	-
          	0.0417
          	-
        

        
          	60
          	30
          	45
          	1.6610
          	-
          	0.0367
          	-
        

        
          	60
          	45
          	30
          	1.8571
          	-
          	0.0304
          	-
        

      

      

      본 연구는 다양한 형태의 다중 곡선 경로를 지나는 TSM의 이력 현상 크기를 모델링한 선행 연구[18]를 실제 시스템에 적용하기 위한 후속 연구이다. FBG (Fiber Bragg Grating) 센서 등을 이용하여 TSM이 지나가는 경로의 형상을 계측하면 이력 현상의 크기를 예측할 수 있고, 본 연구에서 도출한 모델에 발생하는 이력 현상의 크기를 입력하면 입력 신호에 대한 출력 거동을 예측할 수 있다.

    

    

  
    
      6. 결 론
      본 연구를 통해 TSM의 이력 현상 크기와 입력 신호에 대한 정보가 있다면, 이력 현상이 반영된 출력을 예측하는 모델을 구성했다. 모델구성을 위해 Preisach 모델과 LSTM을 융합하여 사용하였으며, 이력 현상의 크기에 대한 정보를 함께 학습을 시킴으로써 이력 현상의 크기에 대한 이력 현상의 궤적을 예측할 수 있었다. 그 결과, 52가지의 형상에서 평균 0.0441 mm의 RMSE를 보이는 이력 현상 모델을 도출하였다. 본 연구 결과를 바탕으로 임의의 다중 경로에 대한 TSM의 이력 현상의 크기를 추정하고 이를 학습된 모델에 입력하여 임의의 입력에 대한 출력단의 거동을 예측할 수 있다. 또한, 모델에 의해 예측된 이력 현상은 실시간 보상 알고리즘에 활용할 수 있을 것이다.
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