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            초록
          
        

        
          This paper presents a method for estimating the velocity of underwater vehicles using LSTM-based neural networks and non-ultrasonic sensor data. While previous studies have focused on Autonomous Underwater Vehicles (AUVs), this study considers the distinct shape and motion characteristics of Remotely Operated Vehicles (ROVs) to effectively utilize surface pressure data. Data was collected by operating an ROV equipped with external pressure sensors and a Doppler Velocity Log. Input data included surface pressure, Inertial Measurement Unit accelerations and orientations, Remote Control inputs, and motor output, all reflecting the dynamic state of the ROV. By employing repeated movement macros, the dataset captured consistent motion patterns, allowing for robust training results against sensor measurement disturbances with minimal data adjustments. Additionally, the contribution of each sensor input to velocity prediction was evaluated to provide insight into their individual impacts. The proposed method demonstrated reliable velocity estimation in environments without external currents, overcoming the limitations of conventional ROV approaches reliant on ultrasonic sensors.
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      1. 서 론
      수중 환경에서 로봇의 원활한 작업을 위해 수중 이동체의 정확한 위치 인식은 매우 중요하다. 그러나 수중 환경에서는 전파 감쇠가 급격히 발생하기 때문에 GPS와 같은 전파 기반의 장비는 활용할 수 없다. 일반적으로 수중 이동체 위치 인식을 위해 가속도와 자이로스코프 등을 사용하는 INS (Inertial Navigation System), 초음파의 도플러 현상을 이용하는 DVL (Doppler Velocity Log), 초음파 기반 삼각 측량 방법인 USBL (Ultra Short Baseline)을 활용한다[1]. 초음파는 수중 환경에서 신호 감쇠가 낮고 전파 속도가 빨라 수중 위치 인식 시스템에서 사용되기 적합하다. 그러나 원거리 감지를 위해 비용이 높고 크기가 큰 장비가 요구된다. 또한, 부유물, 물고기, 바위, 벽의 등의 지형지물이나 고르지 못한 해저면이 존재하는 복잡한 수중환경에서는 반사와 굴절로 인해 신호 왜곡이 발생하여 정확도가 저하될 수 있다.

      이러한 한계를 극복하기 위해, 최근에는 비초음파 기반의 센서 시스템 개발에 대한 연구가 활발하게 진행되고 있다. Weidong Liu는 정해진 경로를 이동하는 ROV (Remotely Operated Vehicle)에 부착된 두 개의 자기장 감지 센서로 모선에서 발생하는 자기장을 감지하여 비정상 자기장 데이터의 시차를 기반으로 선박에 대한 수중 이동체의 상대 운동 속도를 추정했다[2]. 자기 신호는 날씨, 환경 등의 요인에 대해 강건하여 쉽게 방해받지 않는다는 장점이 있으나, 거리가 멀어짐에 따라 신호 감쇠가 급격히 발생하여 제한된 상황에서만 활용될 수 있다. 해당 논문에서는 최대 평균 상대 오차가 0.79%에 이를 정도로 매우 정확한 수준으로 속도 추정에 성공하였으나, 측정에 활용되는 자기장의 특성 때문에 반드시 모선이 필요하고 모선 근처에서만 속도 추정이 가능하므로 매우 특수한 상황에서만 활용될 수 있다는 한계가 있다.

      표면 압력 정보 또한 수중 이동체의 속도 추정을 위해 활용된다. Fuentes-Pérez는 AUV (Autonomous Underwater Vehicle)의 머리에 부착된 차압 센서를 통해 베르누이 정리에 의한 속도 추정 모델을 고안하였고, DPSS (Differential Pressure Sensor Speedometer)를 개발하여 속도를 추정했다[3,4]. 저자는 0.2 ~ 2 m/s의 다양한 속도 범위에서 선형 궤적 실험을 통해 제안한 속도 추정 모델에 의한 결과와 DVL 측정 데이터를 비교하여 평가하였다.

      위처럼 베르누이 정리를 활용하는 등의 해석적인 방법과 달리, 딥러닝 기법을 활용한 비초음파 방식 위치 추정 연구도 존재한다. 딥러닝은 인공 신경망 기반의 기계 학습 기술로, 대량의 데이터를 학습하여 복잡한 패턴과 관계를 학습하는데 효과적이다[5]. Ivar Bjørgo Saksvik는 딥러닝 기법을 적용하여 제한된 센서 운용 상황에서 유속에 대한 상대 속도를 추정하는 신경망을 통해 AUV의 Dead-Reckoning Navigation을 성공적으로 수행하였다[6]. 해당 논문에서는 RNN (Recurrent Neural Network)을 사용하여 IMU (Inertial Measurement Unit), 압력 센서, 제어 입력 데이터를 기반으로 AUV의 상대적인 수평 속도(Surge, Sway 속도)를 예측하도록 하였다. 또한, 저자는 실 해역에서의 실험과 시뮬레이션을 통해 IMU, 압력 센서, 제어 데이터를 수집하였고, 동시에 측정한 DVL을 Ground Truth로 학습과 평가를 진행하여 Surge Network에서 0.0347의 MSE 결과를 얻었다.

      앞서 소개된 것처럼 대부분의 비초음파 방식 수중 위치탐지 연구는 AUV를 활용하여 주로 진행되었다[3,4,6]. AUV는 일반적으로 [Fig. 1]의 좌측과 같이 유선형의 잠수함 또는 어뢰의 형태이며, 수평 운동 시, 주로 전진과 회전의 조합으로 이동한다. 반면, ROV는 [Fig. 1]의 우측과 같이 직육면체의 복잡한 형상이며, 모든 방향으로 자유로운 움직임이 가능하다. 이와 같이 AUV와 비교하여 형태와 운동 양상에 큰 차이가 있으므로 기존의 AUV 대상 연구를 ROV에 적용하기에는 한계가 있다.

      
        
        

        [Fig. 1] 
				
        

        
          The representative shapes of AUV[7] (left) and ROV[8] (right) 
        
        

        

      

      우리의 이전 연구에서는 물고기의 감각 기관을 모사한 압력 센서 분포를 기반으로 등속 운동이 유지되는 준정적인 시뮬레이션 환경에서 딥러닝 기법을 활용하여 표면 압력 정보만으로 속도 추정이 가능함을 확인했다[9]. 앞서 언급했듯, 복잡한 형상을 가지며, 비교적 낮은 속도로 운용되고, 자유로운 기동이 가능한 ROV는 AUV에 비해 외란의 영향에 더 민감하다. 따라서 본 논문에서는 이러한 ROV의 형상 및 운동 특징을 잘 반영하기 위해, 다수의 압력 센서를 활용한 표면 압력 수집 모듈을 구성하였다. 또한, 표면 압력을 주요 입력 데이터로 하는 딥러닝 기법을 활용한 비초음파 속도 추정 시스템을 제안한다[Fig. 2].

      
        
        

        [Fig. 2] 
				
        

        
          Outline of velocity estimation algorithm
        
        

        

      

    

    

  
    
      2. 실험 데이터 수집
      ROV의 수중 속도를 딥러닝 기법으로 추정하기 위해서는, 운동 상태를 반영하는 데이터를 입력으로 사용하고, 속도 데이터를 Target으로 사용해야 한다. 이동체의 표면 압력은 유체 내에서 운동할 때 속도 변화에 따라 그 크기와 분포가 달라지므로, 이를 통해 속도 정보를 간접적으로 추론할 수 있다[10]. IMU를 통해 얻은 가속도는 속도의 변화율을 나타내며, 일반적으로 수치 적분을 통해 속도를 추정할 수 있다. 그러나 본 연구에서는 속도 추정을 위한단일 센서 시스템에 집중하고자 가속도 데이터의 운동 상태 정보를 그대로 반영하기 위해 속도 추정 신경망의 입력 데이터로 활용했다. 다만, 가속도 데이터는 추후 센서 융합 위치 추정 시, 현재 제안하는 속도 추정 시스템과 함께 수치 적분을 통해 다시 활용될 예정이다. 또한, IMU에서 얻을 수 있는 회전 정보 역시 ROV의 운동 상태를 반영하는 중요한 요소이다. Roll, Pitch, Yaw는 센서 자체 알고리즘에 의한 칼만 필터(Kalman Filter)를 거쳐 얻는다. 필터를 거치더라도 발생하는 필연적인 수치 오차는 실험 시 주기적인 영점 조절을 통해 완화하였다. 마지막으로, ROV의 움직임을 제어하는 조작 명령과 각 모터에 인가되는 출력 데이터도 ROV의 운동 상태를 반영하는 중요한 정보로 활용되었다.

      
        2.1 실험 장비 및 과정
        실험에 사용된 ROV는 Blue Robotics사의 BlueROV2이며, 연결된 조이스틱을 통해 x, y, z 3축 방향 이동 및 Yaw 회전 조작이 가능하다. 운용 중 표면 압력을 수집하기 위해 [Fig. 3]와 같이 표면 압력 수집 모듈을 구성하였다. 압력 센서는 좌우 대칭으로 각각 전후, 상하를 바라보는 센서 1개씩, 왼쪽 또는 오른쪽을 바라보는 센서 2개씩 총 12개 부착하였다. 사용된 압력센서는 MS5837-02BA이다. IMU는 ROV에 내장된 ICM-20602를 사용했다. DVL은 Water Linked사의 A-50을 ROV 프레임 하단부에 장착하여 사용했다. 실험은 12m×8m×7m 크기의 실내 공학 수조에서 진행하였다.

        
          
          

          [Fig. 3] 
				
          

          
            ROV used for data collection and location of the attached pressure sensor
          
          

          

        

        효과적인 딥러닝 학습을 위해 일반적인 상황에서 ROV 운용 시 주로 수행되는 자연스러운 이동 동작을 상정하여 동일 이동 동작에 대한 반복 데이터를 수집하였다. 동일한 이동 명령 인가를 위해 ROV 이동 매크로 제작이 필요했다. 이를 위해 연결된 조이스틱의 입력을 기록하고, 조이스틱 매크로 명령을 생성, 실행할 수 있는 외부 프로그램을 활용했다. 예를 들어, 전진 동작에 대한 매크로 제작을 위해 연결된 조이스틱의 좌측 스틱을 기울여 ROV를 전진시키면, 매크로 프로그램이 좌측 스틱의 기울기 입력을 저장하고 추후 재생하여 완전히 동일한 조이스틱 조작을 가해준 것과 같은 결과를 얻을 수 있다. 이 방식은 ROV 데이터를 수집하는 경우, 매우 직관적으로 복잡한 기동에 대해 반복 실험할 수 있다는 점에서 속도 제어 방식보다 적합하다.

        실험에 사용된 ROV 이동 매크로는 정지, 전진, 후진, 좌우 반복 기동, S자 기동, Z자 기동, 8자 기동, 자유 기동으로 총 8가지이다. S자 기동은 전진 중 Yaw 회전 명령이 추가되어 S자를 그리며 이동하고, Z자 기동은 전진 중 y축 방향 이동 명령이 추가되어 Z자를 그리며 이동한다. [Fig. 4] 자유 기동은 모든 방향에 대해 다양한 출력으로 사용자가 직접 조작하였다.

        
          
          

          [Fig. 4] 
				
          

          
            S-line (left) and Z-line (right) movement visualization
          
          

          

        

      

      
        2.2 데이터 전처리
        딥러닝 신경망 학습에서 데이터 전처리는 매우 중요하다. 딥러닝 모델의 성능은 입력 데이터에 전적으로 의존하므로 학습에 사용되는 데이터의 잡음, 결측치, 이상치 등을 최소화해야 한다. 또한, 일반적으로 정규화 과정을 통해 데이터 스케일을 조정하는 것이 필수적이라고 알려져 있다[11]. 적절한 전처리 과정을 거친 입력 데이터는 모델의 학습 효율을 높이고 학습 시간을 크게 단축시킨다.

        DVL의 속도 데이터는 외란에 의한 불연속적 이상치가 종종 발생하므로 이를 제거할 필요가 있다. 그러나 모든 데이터에 대해 이상치를 수동으로 제거하기에는 어려움이 있고, 그 판단 기준 또한 모호한 경우가 많다. 따라서 본 논문에서는 보수적인 기준을 적용하여 확실하게 이상치라고 판단되는 데이터를 우선 제거하고, 이동 매크로를 통해 다수 확보한 유사 데이터를 학습시켜 이상치에 둔감한 모델을 구축하고자 했다. 우선, 보수적인 기준으로 이상치를 판단하기 위해 Lowpass Filter를 통해 과도하게 평활화된 데이터와 원본 데이터의 차이를 확인하였다. 그 차이가 표준편차의 2배 이상인 경우 이상치로 판단하여 원본 데이터에서 제거하고 앞뒤 데이터로 선형 보간 하였다. 그 후 이상치가 제거된 원본 데이터를 일반적인 수준의 Lowpass Filter에 통과시켜 고주파 잡음을 감소시켰다. [Fig. 5] 압력 데이터의 특성상 이동에 의한 표면 압력보다 수심에 의한 압력의 영향이 지배적이다. 수심 정보는 수중 이동체 위치 추정에 필요한 중요 정보이지만, 본 연구에서는 ROV 이동에 따른 표면 압력 변화를 통해 Vx, Vy, Vz의 3축 속도를 예측하고자 하므로 수심 변동에 의한 큰 스케일의 압력 변화는 오히려 방해가 된다. 따라서 압력 센서를 통해 얻은 데이터에서 수심에 의한 영향은 최대한 배제할 필요가 있다. 단, 수심을 반영하는 압력 정보는 추후 센서 통합을 통한 위치 추정 알고리즘에 활용되어 Z축 방향 위치를 계산하는 데 활용할 예정이다. 또한 압력 데이터는 압력 값 그 자체보다는 정지 상태 대비 이동에 따른 변화가 중요하므로 모든 데이터는 초기값을 빼서 사용하였다. 식 (1)은 수심을 제거하고 초기값을 제거하는 압력 보정 수식이다. 식 (1)에서 i는 12개의 센서 중 각 센서의 번호, t는 해당 센서 값이 수집된 시점이다.
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          [Fig. 5] 
				
          

          
            Outlier Removal Process (DVL, Vx)
          
          

          

        

        IMU를 통해 얻은 선형 가속도 데이터는 순수한 움직임에 의한 가속도만 반영하기 위해 ROV 자세에 대한 중력을 제거하여 사용하였다. IMU의 Roll, Pitch, Yaw는 자이로스코프에서 얻은 각속도를 바탕으로 센서 내부 알고리즘에 의해 도(deg) 단위로 저장되며, 신경망 입력으로 사용하기 위해 초기값을 빼고 180으로 나누어 정규화 하였다. 또한 RC 입력은 컨트롤러를 통해 가해진 입력 명령이며, 전후, 좌우, 상하, Yaw회전의 총 4개 채널에 대한 명령을 의미한다. 모터 출력은 ROV의 각 프로펠러에 실제로 가해진 8개의 모터 출력을 의미한다. 모터 출력 데이터는 ROV의 설정 모드(자세 유지, 수심 유지 모드 등)에 의한, 사용자의 조작과 관련 없는 모터 출력도 반영된다. 다양한 움직임을 구현하기 위해 ROV의 설정 모드를 거의 항시 사용하므로 조종자의 의도가 반영된 RC입력과 실제 모터 출력 데이터를 동시에 사용해야 한다. RC 입력과 모터 출력은 모두 ROV Logger를 통해 얻었으며, 최솟값 1000, 최댓값 2000의 값으로 표현된다. 따라서 식 (2)와 같이 -0.5와 0.5사이의 값으로 정규화 하였다.
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        [Fig. 6]은 동일한 S자 기동 이동 매크로를 2회 수행하여 얻은 표면 압력, DVL, IMU, RC 입력, 모터 출력 데이터의 전처리를 완료한 그래프이다. 두 데이터셋의 피어슨 관계수를 계산하여 모든 데이터의 유사성을 확인하였다. 특히, 동일 매크로 입력을 가했기 때문에 RC 명령 입력은 완전히 동일하다. DVL Pose의 경우, 신경망 입력과 target으로 활용되지 않지만 원활한 데이터 이해를 위해 다른 데이터와 함께 시각화 하였다.

        
          
          

          [Fig. 6] 
				
          

          
            Two sets of data collected from the same S-line movement macro. It shows similarity of two sets of data. The average Pearson correlation coefficient for each dataset is as follows. (Pressure: 0.9942, DVL: 0.9021, IMU: 0.8904, Motor output: 0.9800)
          
          

          

        

      

    

    

  
    
      3. 딥러닝 모델 정의
      복잡한 형상을 가진 ROV의 경우에도, 표면의 모든 압력 분포를 알 수 있다면 이동 속도와의 관계를 딥러닝 기법으로 학습시킬 수 있을 것이다. 그러나 센서 배치의 현실적 문제로 인하여 매우 제한적인 위치에서의 압력만 측정 가능하다. 따라서 본 연구에서는 제한된 표면 압력을 사용하는 대신, 딥러닝 신경망에 속도를 추정 대상 시점 이전의 정보 또한 입력하여 최근 시간에 대한 변화량을 반영할 수 있도록 하였다. 또한, ROV 이동에 대한 정보를 가진 IMU의 가속도, 자세 정보, RC 입력, 모터 출력 정보를 추가로 입력하여, 보다 높은 정확도의 모델 성능을 얻고자 하였다.

      시계열 데이터 처리에 특화된 모델에는 크게 RNN (Recurrent Neural Network) 계열과 Transformer 계열이 존재한다. RNN 계열 신경망은 연속된 시간 단계에서의 상관관계를 분석하는데 주로 사용되며, 병렬 처리가 어려워 긴 시퀀스를 처리하는 데 많은 시간이 소요된다[12]. Transformer 계열 신경망은 Attention 매커니즘을 통해 입력의 모든 위치 간의 상호작용을 계산하며 특히 자연어 처리에서 두각을 나타낸다[13]. Transformer 신경망은 Attention 매커니즘으로 각 입력 및 출력 Token 사이 관계를 학습한다. 본 논문에서 사용되는 데이터는 매 Timestep의 데이터 자체가 의미를 갖기보다는 그 변화 양상에 의미가 있으며, 서로 근접한 시간대의 데이터간 연관성이 매우 높기 때문에 Transformer 계열 신경망 보다는 RNN 계열 신경망을 선택하였다.

      LSTM (Long Short Term Memory)은 RNN 계열 신경망을 발전시키고 변형시킨 신경망 중 하나로, 기존 RNN의 기울기 소실 문제를 해결하기 위해 설계되어 데이터의 장기적 흐름을 기억하고 사용하는데 특화된 신경망이다. 따라서 RNN 계열 신경망 중 LSTM 신경망을 활용하였으며 속도 추정 모델 구조와 학습 하이퍼파라미터는 [Fig. 7], [Table 1]과 같다.

      
        
        

        [Fig. 7] 
				
        

        
          Velocity estimation model structure
        
        

        

      

      
        [Table 1] 
				
        

        
          Hyper parameter and dimension of Neural network
        
        

      

      
        
          	Input dim
          	30
        

        
          	Multilayer of LSTM
          	4
        

        
          	Number of hidden layer
          	3
        

        
          	Input dim of hidden layer
          	10
        

        
          	Output dim of hidden layer
          	10
        

        
          	Criterion
          	MSE Loss
        

        
          	Optimizer
          	Adam optimizer
        

        
          	Learning rate
          	0.0001
        

      

      

    

    

  
    
      4. 학습 결과
      실험을 통해 수집한 약 6000초 분량의 데이터를 7 (Train data): 1.5 (Validation data): 1.5 (Test data)의 비율로 나누어 학습을 진행하였다. 동일한 이동 매크로를 통해 수집된 Test set의 데이터와 Train set의 데이터는 완전히 동일하지는 않으나 상당히 유사하여 높은 정확도로 속도를 추정할 수 있었다. 따라서 학습에 직접 참여하지는 않았어도 이동 매크로를 통해 수집한 데이터를 활용한 테스트 결과만을 통해 모델의 성능을 평가하기에는 한계가 있다고 판단하였고, 이동 매크로를 사용하지 않고 조이스틱으로직접 조작한 자유 기동 데이터 중 일부를 Test set에 배정하였다. [Fig. 8] 은 자유 기동 중 수집한 데이터로 수행한 속도 추정 결과이다. 또한, 표면 압력 데이터, IMU 가속도 및 자세 데이터, RC 제어 입력 및 모터 출력 데이터가 각각 얼마나 속도 예측에 기여하는지 확인하기 위해 동일한 구조의 신경망과 데이터셋을 사용하되, 각기 다른 입력을 제공하여 속도 예측 성능을 비교하였다. [Table 2]는 3종류의 데이터를 활용하여 서로 다른 조합의 입력에 대한 Test 평가 결과이다. 평가 지표로는 평균 제곱근 오차(Root Mean Squared Error, RMSE)를 활용하였다. RMSE는 추정값과 실제값의 차이를 제곱한 후 평균을 구한 값으로, 값이 작을수록 더 정확한 예측을 의미한다. RMSE 평가 지표의 계산 방법은 식 (3)과 같다.
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        [Fig. 8] 
				
        

        
          Velocity estimation result plot using data from free maneuver
        
        

        

      

      
        [Table 2] 
				
        

        
          RMSE according to input combinations
        
        

      

      
        
          
            	Input Type
            	RMSE
          

          
            	
            	
              Vx
            
            	
              Vy
            
            	
              Vz
            
          

        
        
          	ALL
          	
            0.036
          
          	0.032
          	
            0.019
          
        

        
          	W/O Pressure
          	0.038
          	
            0.029
          
          	0.027
        

        
          	W/O IMU
          	
            0.036
          
          	0.030
          	0.020
        

        
          	W/O cmd input
          	0.046
          	0.041
          	0.022
        

        
          	Only Pressure
          	0.047
          	0.040
          	0.022
        

        
          	Only IMU
          	0.221
          	0.057
          	0.039
        

        
          	Only cmd input
          	0.040
          	0.030
          	0.028
        

      

      

      [Table 2]에서 볼 수 있듯이, 더 많은 종류의 데이터가 입력될수록 낮은 오차를 보이는 경향이 있다. 다만, 외부 유속이 존재하지 않는 수조환경 특성상 Command input (RC입력, 모터 출력) 또는 표면 압력 정보 단독으로도 모든 정보를 제공한 모델과 유사한 성능을 보였다. 이는 신경망이 외란이 적은 환경에서 제어 입력과 각 모터 출력 정보를 통한 운동 모델을 학습하였음을 시사한다. IMU 데이터는 단독으로 활용한 경우에 가장 낮은 성능을 보이므로 속도 추정에 미치는 영향이 가장 적다고 할 수 있으나, 표면 압력과 함께 사용되었을 경우에는 성능 향상에 도움이 된 것을 확인하였다.

      [Fig. 9] 는 동일한 8자 이동 매크로를 통해 수집한 데이터를 각각 활용하여 y축 방향 속도를 추정한 결과 그래프이다. 상단(Eight maneuver 1)과 비교하여 하단(Eight maneuver 2)에서는 2.3에서 소개된 이상치 제거 알고리즘으로 완벽하게 제거되지 않은 이상치가 7000 ms 부근에서 발견된다. 하지만 딥러닝 모델을 통한 속도 예측 결과는 이상치에 대해 민감하게 반응하지 않으며 준수한 일반화 성능을 보였다. 이는 동일한 이동 매크로로 수집한 데이터를 여러 개 사용하여 종종 발생하는 DVL 센서 이상치에 대한 과적합이 방지된 것으로 사료된다.

      
        
        

        [Fig. 9] 
				
        

        
          Comparison of Vy estimates using data obtained from identical figure-eight maneuver macros. An outlier is observed around 7000ms in the second graph
        
        

        

      

      학습 결과를 효과적으로 평가하기 위해서 기존 비초음파 속도 추정 연구들의 결과와 비교할 필요가 있다. 그러나 비교하고자 하는 기존 연구들은 AUV를 활용하여 연구되었으므로, ROV와 비교는 각각 Surge 속도 추정, x축 방향 속도 추정 결과로 제한된다. [Table 3]는 이전 연구에서 제시된 AUV 속도 추정 모델과 본 논문에서 제시한 ROV 속도 추정 모델의 Surge 속도, Vx 추정 결과를 비교한 표이다. 서론에서 소개된 AUV의 RNN 기반 속도 추정 시스템의 Surge 속도 평가 결과(MSE 0.0347, RMSE 약 0.186), 차압 센서 기반 속도 추정 모델(DPSS)의 Surge 속도 평가 결과(RMSE 평균 약 0.05)와 비교하면, 본 논문의 ROV 속도 추정 신경망의 Vx 추정 평가 결과(RMSE 0.036)는 기존 연구들에 비해 유사하거나 더 좋은 성능을 보인다고 생각할 수 있다[3,6]. 그러나 단순히 RMSE 만으로 비교하기에는 다음과 같은 이유로 한계가 있다. 첫째, 본 논문의 ROV 속도 추정 신경망은 외란이 적은 실내 수조 환경에서 비교적 느린 속도로 운영하여 데이터를 수집한 반면 AUV를 사용한 연구는 실제 해상에서 빠른 속도로 운용하여 데이터 수집을 수행하였다. 둘째, ROV와 AUV의 형상과 운동 특성 차이가 존재한다. 셋째, 본 논문에서는 실험 중 이동 매크로 사용으로 유사 데이터를 학습하여 보다 정확한 속도 추정이 가능하다. 따라서 이러한 점들을 모두 종합적으로 고려하여 결과를 이해할 필요가 있다.

      
        [Table 3] 
				
        

        
          Comparison of surge (Vx) prediction RMSE between previous work (DPSS[3], RNN-Based model[6]) and our work (LSTM-Based model)
        
        

      

      
        
          
            	Velocity estimation model
            	RMSE (Mean RMSE)
          

        
        
          	DPSS (AUV)
          	0.05
        

        
          	RNN-Based model (AUV)
          	0.186
        

        
          	LSTM-Based model (ROV)
          	0.036
        

      

      

    

    

  
    
      5. 결 론
      본 논문에서는 AUV와 다른 ROV의 형상 및 운동 특성을 반영하기 위해 다수의 압력센서를 이용하여 표면 압력 수집 센서 모듈을 구성하였고, 해당 센서 모듈을 통해 얻은 압력 데이터를 전처리하여 수심의 영향을 배제하고 움직임에 의한 압력 정보를 추출하였다. 그리고 외부 유속이 없는 수조 환경에서 ROV를 기동하며 수집한 표면 압력, IMU, RC 입력, 모터 출력 등의 비초음파 데이터를 활용하여 LSTM 기반 딥러닝 모델을 통해 DVL로 측정한 x, y, z축 방향 속도를 추정하였다. 이동 매크로를 반복 수행하여 수집한 데이터를 학습한 속도 추정 모델은 DVL 측정 속도의 이상치에 민감하게 반응하지 않았으며, Test set에 대해 높은 일반화 성능을 보였다. 또한, 표면 압력, IMU, RC 제어 입력 및 모터 출력 정보가 속도 추정 성능에 각각 얼마나 기여하는지 확인한 결과, 외부 유속이 없는 환경에서는 표면 압력 또는 RC 제어 입력과 모터 출력 정보만으로도 준수한 수준의 속도 추정이 가능하다는 결론을 얻었다. 다만, 외부 유속이 존재하는 환경에서는 RC 제어 입력과 모터 출력 정보만으로는 속도 추정에 한계가 있을 것으로 예상된다. AUV를 활용하여 개발된 비초음파 속도 추정 시스템과의 정량적, 정성적 비교를 통해 비초음파 데이터를 활용한 ROV 속도 추정 시스템의 발전 가능성을 확인하였다. 후속 연구에서는 외부 유속이 존재하는 환경에서 같은 방식으로 데이터를 수집하여 속도를 추정하고 더 나아가 수집된 압력 정보를 바탕으로 외부 유속을 추정할 수 있는 알고리즘을 개발할 계획이다.
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