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            초록
          
        

        
          Standard camera based Simultaneous Localization and Mapping (SLAM) has been combined with deep learning-based semantic segmentation networks to achieve robust performance in dynamic environments. However, these SLAM methods heavily depend on the performance of the semantic segmentation network, which in turn relies on the quality of the input images. When input images are degraded by motion blur or other factors, the performance of SLAM also declines. To address this issue, we propose a method that integrates an event camera-based semantic segmentation network with an image-based SLAM algorithm. Event cameras, which asynchronously capture brightness changes, offer high temporal resolution and a wide dynamic range, making them advantageous in complex environments. The proposed method uses event data to predict semantic masks, removing dynamic objects and enabling more accurate localization. Evaluations on an urban dataset demonstrate the method’s robust performance in dynamic environments, highlighting its practical potential.
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      1. 서 론
      표준 카메라 기반의 Simultaneous Localization and Mapping (SLAM)은 이미지가 풍부한 시각적 정보를 제공하고, 의미론적 분할 및 객체 탐지와 같은 비전 기반 응용 프로그램에 활용될 수 있어 광범위하게 연구되었다[1].

      기존의 표준 카메라 기반 SLAM 알고리즘[2,3]은 고정된 랜드 마크를 기반으로 작동하기 때문에 정적인 환경에서 최적의 성능을 달성하지만, 동적 요소가 포함된 실제 세계의 환경을 처리하는데 한계가 존재한다. 이러한 한계를 극복하기 위해 최근 딥러닝 기반의 의미론적 분할 기법과 SLAM을 결합한 이미지 기반 의미론적 SLAM 연구들이 진행되고 있다[1,4-6].

      이미지 기반의 의미론적 SLAM은 기존의 SLAM 알고리즘과 의미론적 분할 네트워크를 결합하여, 동적 물체에 대한 마스크를 생성하고, 동적 물체를 제거한 이미지를 사용하여 위치 추정 및 지도 작성을 수행하는 방식으로 동적 환경에 대한 한계를 극복한다. 이러한 이미지 기반 의미론적 SLAM의 성능은 의미론적 분할 네트워크의 성능에 크게 의존하고, 의미론적 분할 네트워크는 학습과 의미론적 분할을 수행하기 위해 고품질의 이미지가 필수적이다. 그러나 실제 세계에서는 [Fig. 1(a)]와 같은 저조도 환경이나 조명에 과다 노출된 환경, [Fig. 1(b)]에서 볼 수 있는 움직임으로 인한 흐림 현상 등과 같은 다양한 환경적 요인으로 인해 고품질의 이미지를 취득하기 어렵다는 한계가 있다. 이러한 한계는 의미론적 분할 네트워크의 성능 저하로 이어지며, 결과적으로 이미지 기반 의미론적 SLAM의 성능에도 부정적인 영향을 미치게 된다.

      
        
        

        [Fig. 1] 
				
        

        
          Comparison of RGB image and events in challenge environments: (a) is RGB image in low-light, (b) is Events in low-light, (c) is RGB image in motion blur, (d) is events in motion blur. Compared to RGB images, event data more robustly captures information in challenging environments
        
        

        

      

      이러한 한계를 극복하기 위해 우리는 이벤트 카메라 기반의 의미론적 분할 네트워크[7]와 이미지 기반의 SLAM 알고리즘[8]의 결합을 제안한다. 이벤트 카메라는 비동기식 센서로, 일정한 시간 간격으로 빛을 샘플링하는 표준 카메라와 달리, 장면의 픽셀 단위 밝기 변화에 따라 발생하는 이벤트로 정보를 수집한다. 이러한 데이터 취득 방식을 기반으로 이벤트 카메라는 매우 높은 시간 해상도와 낮은 지연 시간, High Dynamic Range (HDR)을 제공한다는 장점을 갖는다[9]. 우리는 이러한 이벤트 카메라의 장점을 기반으로 [Fig 1(c)], [Fig 1(d)]와 같이 도전적인 환경에서 강인하게 환경 정보를 취득하고, 이벤트를 위한 분할 네트워크를 통해 의미론적 분할을 예측한다. 예측된 의미론적 분할 마스크로 동적 물체를 제외하고, 이미지의 풍부한 정보를 기반으로 위치 추정을 수행한다.

      본 연구에서는 제안한 RGB-E 의미론적 SLAM의 평가를 위해 동적 물체가 존재하는 도심 환경에서 취득한 데이터셋에서 SLAM을 수행한다.

    

    

  
    
      2. 관련 연구
      
        2.1 이벤트 표현
        이벤트 카메라는 장면의 밝기 변화에 각 픽셀이 독립적으로 반응한다. 각 이벤트는 특정 시간, 특정 픽셀, 밝기의 증감을 나타낸다. 장면 내의 움직임이나 밝기 변화에 반응하여 이벤트가 생성되며, 마이크로초 단위로 데이터가 취득되어 높은 시간 해상도를 갖는다. 또한 밀리초 이하의 낮은 지연 시간으로 데이터가 전송되어 시각적 변화에 빠르게 반응한다는 특징이 있다.

        이러한 이벤트에는 다양한 표현 방법들이 존재한다. 가장 기본적인 방법은 이벤트를 특정 시간에 누적하여 이벤트 누적 프레임으로 변환하는 방법[10,11]이다. 다만 누적 변환 방법은 이벤트의 풍부한 시간 정보를 무시한다는 한계가 있다. 이벤트 누적 프레임의 단점을 보완하고, 시간적 요소를 고려하기 위해 이벤트를 시간 표면으로 변환하는 방법[12]은 픽셀 단위로 가장 최근에 발생한 이벤트만을 인코딩하여 변환한다.

        이벤트 복셀 그리드[13] 표현은 각 이벤트의 타임스탬프를 고려하여 시간 채널에서 이산화된 위치를 계산한다. 이후 이벤트의 공간과 시간 차원에서 이중 선형 보간 방식으로 복셀 그리드를 생성한다. 복셀 그리드 방법은 다수의 이벤트가 겹치는 경우 일부 정보가 손실되지만, 전체적인 분포를 유지하면서 이벤트를 표현한다는 장점이 있다.

        최근에는 학습 기반으로 보다 데이터 적응적인 방법들이 제안되었다. 대표적으로 Matrix-LSTM[14]은 픽셀 단위로 LSTM을 사용하여 이벤트 데이터의 시간적 요소를 보존하는 표현 방법을 제안한다.

      

      
        2.2 이벤트 카메라 기반의 객체 탐지 방법
        이벤트의 높은 시간 해상도, 낮은 지연 시간과 HDR을 이용한 학습 기반 의미론적 분할 연구가 활발하게 진행되고 있다[15-17]. 그러한 연구 중 하나인 Ev-SegNet[15]은 이벤트의 비동기적인 특성이 합성곱 네트워크와 같은 기존의 딥러닝 모델에 적합하지 않은 데이터 형식임을 주목한다. 이를 해결하기 위해 깊이별 분리 합성곱을 SegNet[18]에 적용하여 이벤트 데이터로 의미론적 분할 예측을 수행할 수 있는 Ev-SegNet을 설계한다.

        Ev-Segformer[16]는 트랜스포머[19]기반의 의미론적 분할 네트워크 Segformer[20]에 이벤트 발생 횟수에 따라 어텐션을 할당하는 posteriror attention 모듈을 제안하여 이벤트 데이터를 효과적으로 처리한다.

        HMNet[17]은 계층적 잠재 메모리 구조를 사용하여 이벤트의 발생 빈도에 따라 발생 빈도가 높은 국부적이고, 동적인 객체는 빠르게 처리한다. 반대로 이벤트 발생 빈도가 낮은 전역적이고, 정적인 객체는 느리게 처리하여 전체 계산량을 줄이고, 전역적 맥락을 분석하여 반영한다. 또한 변화 주기에 따라 시간 단위 인코딩을 수행하여 효과적인 이벤트 정보 처리를 통해 의미론적 분할을 수행한다.

        위의 세 연구 모두 이미지 기반의 의미론적 분할 모델을 이벤트에 적합하게 변형하여 저조도, 과다 노출 조명, 흐림 현상에 강인하게 의미론적 분할을 수행한다.

      

      
        2.3 동적 환경에 적합한 SLAM
        동적 환경을 위한 SLAM 중 하나인 Dyna-SLAM[5]은 Mask R-CNN[21]과 다중 시점 기하학을 결합하여 동적 객체를 탐지하고, 이를 기반으로 동적 객체로 가려진 장면을 복원하여 3D 지도를 작성한다. 이러한 방식으로 Dyna-SLAM 동적 객채에서 특징 추출을 방지하고 ORB-SLAM2[22]로 위치를 추정한다.

        YOLO-ORB-SLAM3[6]는 ORB-SLAM3에 YOLOv5s[23]의 객체 탐지 기능을 통합하여 동적 객체를 실시간으로탐지 및 식별하고, 동적 객체의 특징점을 제거하는 방법을 도입하였다. 먼저 ORB-SLAM3로 특징점 추출, 기술자를 계산한다. 이후, YOLOv5s의 객체 탐지 알고리즘으로 동적 객체의 위치 정보를 포함하는 바운딩 박스를 얻고, 바운딩 박스의 좌표를 얻는다. 마지막으로 동적 객체의 좌표 내부의 특징점을 제거하는 방법으로 카메라 자세를 추정하여 동적 환경을 극복한다.

        하지만 위의 두 연구는 모두 고품질의 이미지가 입력되었을 경우, 동적 환경에 대한 문제를 성공적으로 극복하지만, 고품질의 이미지를 취득하기 어려운 환경에서 학습 기반 의미론적 분할의 성능의 저하로 인한 문제는 여전히 남아있다.

      

    

    

  
    
      3. 본 론
      제안하는 이벤트 기반 의미론적 SLAM의 전체적인 흐름은 [Fig. 2]와 같다. 먼저 본론의 첫 번째 섹션은 이벤트를 기반으로 동적 마스크를 생성하는 과정을 설명하고, 두 번째 섹션은 이벤트 기반 동적 마스크와 RGB 이미지를 입력으로 위치 추정 과정을 설명한다

      
        
        

        [Fig. 2] 
				
        

        
          Event-based moving object removal and camera pose estimation framework. Using the mask for moving objects generated by HMNet from the events input and stereo images, the camera pose is estimated based on features extracted from static objects
        
        

        

      

      
        3.1 HMNet을 이용한 이벤트 의미론적 분할
        이벤트 기반 의미론적 분할을 수행하기 위해 사용하는 HMNet의 메모리 구조, 의미론적 분할 과정과 마스크 생성에 대해 설명한다.

        
          3.1.1 HMNet 메모리 구조
          우리는 먼저 이벤트 기반의 동적 마스크를 생성하기 위해, HMNet을 사용하여 이벤트 기반의 의미론적 분할을 수행한다. HMNet은 저지연 이벤트 처리를 위한 다중 속도 네트워크이다. 잠재 메모리는 3단계의 계층 구조로 구성된다. 지역적이고 동적인 객체는 저수준의 잠재 메모리에서, 전역적이고 정적인 객체는 고수준의 잠재 메모리에서 병렬적으로 처리된다.

          각 메모리는 4가지 방법으로 메모리 간 정보 교환을 수행한다. 먼저 up-write 방법은 이전 메모리 상태를 현재 메모리 상태에 기록한다.
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          식 (1)에서 Fwu는 up-write 함수이고, zl은 현재 메모리에서 집계된 특징이고, zl-1은 이전 메모리에서 집계된 특징이다. 이는 저수준 메모리에서 고수준 메모리로 정보를 전달하는 방법을 나타낸다. Up-write 메모리는 서로 다른 수준의 특징을 고려하기 위해 window based multi-head cross-attention (W-MCA)를 구성된다.

          down-write 방법은 다음 메모리 상태를 현재 메모리 상태에 기록한다.
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          식 (2)에서 Fwd는 down-write 함수이고, zl+1은 다음 메모리에서 집계된 특징이다. 이는 고수준의 메모리에서 집계된 특징을 저수준의 메모리에 전달하는 방법을 나타낸다. Down-write 메모리 또한 서로 다른 수준의 특징을 고려하기 때문에 W-MCA를 구성된다.

          Update 방법은 현재 메모리의 내부 상태를 업데이트 하기 위해 잔차 레이어를 사용한다. 마지막으로 Read-out 방법은 현재 메모리의 내부 상태에서 출력 특징을 추출한다. 위의 네가지 방식으로 계층적 메모리 구조 간의 정보를 교환하여, 병렬적이고, 효율적으로 계산을 수행한다.

        

        
          3.1.2 HMNet을 이용한 이벤트 기반 의미론적 분할
          이벤트 카메라 출력은 이벤트가 발생한 픽셀 좌표 (xi, yi), 이벤트 발생 시간 ti, 밝기의 증감을 나태내는 극성 pi를 포함한다.
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          희소하게 발생하는 이벤트는 임베딩 되어 3.1 섹션에서 설명한 메모리 시스템에 입력된다. 임베딩 시에 Event Sparse Cross Attention을 사용하여 실제로 이벤트가 발생한 공간에 어텐션을 할당한다. 이후 임베딩된 이벤트 중 동적 객체에서 발생하는 이벤트는 저수준의 메모리에서, 정적 객체에서 발생하는 이벤트는 고수준의 메모리에서 학습된다. 동시에 계층적 메모리 간 정보를 공유하며, 다양한 시간 범위에서 정보를 통합한다.

          마지막으로 헤드 단계에서 여러 시간에서 추출된 정보를 결합하여 다중 시간 스케일의 특징을 사용해 의미론적 분할 예측을 수행한다. 이후 예측된 의미론적 분할 중 동적 객체 클래스를 이용하여 흐림 현상이나 저조도에서 강인하게 동적 마스크를 생성한다.

        

      

      
        3.2 동적 마스크를 이용한 시각 기반 SLAM
        
          3.2.1 동적 키포인트 제거
          동적 환경에서 SLAM을 수행하기 위해 우리는 S-PTAM[8]을 사용한다. 스테레오 이미지를 입력으로 GFTT[24] 알고리즘을 활용하여 키포인트를 감지하고, BRISK[25] 추출기로 해당 키포인트의 특징을 추출한다. 이후 추출된 키포인트 중 이벤트 기반 동적 마스크 영역에 해당하는 키포인트들을 제거한다. 이후 이진 기술자를 통해 스테레오 이미지의 정적 키포인트들 간의 해밍 거리를 계산하여 특징 매칭을 수행한다. 해밍 거리가 임계값을 초과하는 경우 해당 매칭 쌍을 폐기한다.

        

        
          3.2.2 카메라 자세 추정
          세계 좌표계에서의 현재 카메라 자세 PCW을 구하기 위해 이전 카메라 자세 PprevCW에서 카메라 간의 상대 운동 MC를 구한다.
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          MC는 카메라의 운동을 나타내는 SE(3) 변환 행렬 TCW로 정의되고, 운동 벡터 μ로 표현된다.
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          운동 벡터 μ는 병진 운동과 회전 운동을 포함한 6차원 벡터로 μ = (tx, ty, tz, θroll, θpitch, θyaw)T와 같이 구성된다. 카메라의 상대적 운동을 추정하기 위한 최적화 수식은 아래와 같다.
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          Δz는 운동 벡터 μ에 의해 결정되는 재투영 오차이다. 재투영 오차는 실제 2D 이미지 좌표와, 카메라의 운동 벡터 μ를 기반으로 추정되는 3D 포인트가 투영된 이미지 좌표 간의 차이를 의미한다. Jμ는 각 운동 벡터에 대한 재투영 오차의 야코비안이다. 즉 재투영 오차의 각 운동 벡터로 인한 변화량을 계산한 편미분 값의 행렬이다. 운동 벡터 μ는 아래의 최적화 수식을 풀어서 구한다.
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          식 (7)에서 ρ는 휴버 함수로 이상치 발생을 방지한다. Levenberg-Marquadt 알고리즘을 사용하여 재투영 오차를 최소로 하는 운동 벡터 μo를 찾고, Mc로 변환하여 현재 카메라 자세를 추정한다.

        

        
          3.2.3 지도 작성
          이전 키프레임의 키포인트와 비교하여 일치하는 키포인트가 90프로 미만일 때, 해당 프레임을 새로운 키프레임으로 선정하고, 매칭되지 않은 특징점에 대해 삼각 측량을 수행한다. 삼각 측량으로 추정된 새로운 맵 포인트를 생성한다. 이후 번들 조정을 사용하여 키프레임 맵과 3D 포인트를 정제하여 재투영 오차를 최소화하는 지도를 작성한다.

        

      

    

    

  
    
      4. 실험 및 결과
      
        4.1 데이터셋 및 실험 방법
        제안 방법의 학습 및 실험에 사용한 데이터셋은 DSEC-Semantic 데이터셋[26]이다. DSEC-Semantic은 도심 지역을 주행하는 자동차에서 이벤트 카메라, 스테레오 카메라, IMU, 3D LiDAR를 이용하여 주변 환경에 대한 데이터를 취득한다. 이벤트 기반의 Ground Truth (GT) 의미론적 라벨 또한 제공하지만, 6 자유도 자세에 대한 GT 데이터는 제공하지 않는다.

        현재 공개된 데이터셋 중 이벤트 데이터, 스테레오 이미지, GT 자세 데이터, GT 의미론적 라벨을 모두 포함한 데이터셋은 존재하지 않는다. 본 연구에서 의미론적 라벨은 필수적이기에, 비록 GT 자세 데이터가 없다는 한계로 절대적인 평가는 불가능했으나, 정성적 평가를 통해 제안 방법의 성능을 검증한다.

        이미지 기반의 yolov8[27]에서 예측된 의미론적 마스크와 동일한 시간에 예측된 이벤트 기반의 의미론적 마스크를 비교 평가하고, 동적 환경에서 SLAM의 성능 평가를 위해, 제안 방법과 YOLO_ORB_SLAM3으로 추정된 자세 데이터를 정성적으로 비교 평가한다.

      

      
        4.2 실험 결과
        
          4.2.1 의미론적 분할 결과
          의미론적 분할 실험 결과 HMNet을 사용한 이벤트 기반의 의미론적 분할 방법이 yolov8을 사용한 이미지 기반의 방법에 비해 움직임으로 인한 흐림 현상에 강인하여 동적 객체를 분할할 수 있음이 검증되었다.

          [Fig. 3(a)]에서 차량의 좌측에 위치한 사람은 갑작스러운 등장과 움직임으로 인해 흐림 잡음을 포함한다. [Fig. 3(b)] GT 의미론적 라벨을 보면 사람으로 분할이 되어있는 반면, 이미지 기반 모델은 [Fig. 3(c)]와 같이 흐림 잡음을 포함한 동적 객체를 분할하지 못했다. 이벤트 기반 모델은 [Fig. 3(d)]와 흐림 잡음에 강인하게 예측을 성공하였음을 알 수 있다.

          
            
            

            [Fig. 3] 
				
            

            
              Comparison of dynamic mask results by Model: (a) RGB reference image, (b) GT semantic image, (c) Dynamic mask generated by image based yolov8, (d) Dynamic mask generated by event based HMNet
            
            

            

          

          [Table 1]에도 이와 같은 결과가 반영되어 있다. 모든 주행 시나리오 시퀀스에서 이벤트 기반의 의미론적 분할 모델이 더 우수한 성능을 보이고 있다. 이벤트 데이터는 높은 시간 해상도와 낮은 지연 시간을 갖고 있어, 움직임으로 인한 흐림 현상을 극복하고 동적 객체를 포착하여, 성공적으로 분할할 수 있다. 반면 이미지 기반 모델은 주행 중 차량의 움직임이나 객체의 움직임으로 인해 발생하는 흐림 현상이 동적 객체에 잡음을 유발하고, 흐림 잡음으로 인해 분할에 실패하는 경우가 확인되었다. 이러한 성능 차이는 테이블에 나타난 바와 같이, 이벤트 기반 모델이 RGB 이미지 기반 접근 방식보다 더 높은 점수를 달성한 것에서 확인할 수 있다.

          
            [Table 1] 
				
            

            
              Comparison of mIOU results for dynamic object classes using Yolov8 and HMNet on the DSEC-Semantic dataset. Bold indicates the higher score
            
            

          

          
            
              
                	mIoU
                	zurich_city_00_a
                	zurich_city_13_a
              

            
            
              	Yolov8[27]
              	0.502
              	0.475
            

            
              	HMNet
              	
                0.641
              
              	
                0.604
              
            

          

          

        

        
          4.2.2 동적 환경에서 자세 추정 결과
          [Fig. 4]는 DSEC 데이터셋 중 zurich_city_00_a 시퀀스와 zurich_city_13_a 시퀀스에서 이미지와 이벤트를 입력으로 마스크를 생성하고, 동적 객체의 특징을 제거하여 정적인 객체에서 특징을 추출한 결과이다. [Fig. 4] 첫 번째 행은 RGB 이미지로 많은 동적 물체가 포함된 주행 시나리오 시퀀스에서 실험을 진행하였다. [Fig. 4] 두 번째 행은 동적 환경에서 취득한 이벤트이고, [Fig. 4] 세 번째 행은 HMNet에 이벤트를 입력하여 생성한 동적 객체 마스크이다. [Fig. 4] 마지막 행은 RGB 이미지와 동적 마스크를 결합하여 동적 객체에서의 특징을 제거한 결과이다. 동적 객체를 제외한 정적 객체에서만 특징을 추출하는 것을 확인할 수 있다. 이와 같은 정적인 특징을 사용하여서 [Fig. 5]와 같이 카메라의 경로를 추정한다.

          
            
            

            [Fig. 4] 
				
            

            
              Result of feature extraction in dynamic environment from zurich_city_00_a and zurich_city_13_a: The first row are RGB images captured in a dynamic environment, followed by events in the second row. The third row are dynamic mask using events. The fourth row presents the results of removing features of dynamic objects using RGB images and event-based masks
            
            

            

          

          [Fig. 5]의 왼쪽은 zurich_city_00_a에서 추정한 경로로, 자동차, 사람, 자전거 같은 동적 객체와 급격한 회전을 포함하고 있는 도전적인 환경이다. 오른쪽은 zurich_city_13_a에서 추정한 경로로 차와 사람 같은 동적 객체와 약간의 회전 운동을 포함하는 환경이다.

          
            
            

            [Fig. 5] 
				
            

            
              Comparison of camera trajectories estimated in dynamic environments using the proposed method and YOLO_ORB_SLAM3. The graphs in the left column represent trajectories estimated from the Zurich_city_00_a sequence, while those in the right column represent trajectories from the Zurich_city_13_a sequence. (a) and (b) show trajectories estimated using the proposed method, while (c) and (d) show trajectories estimated using Yolo_ORB_SLAM3
            
            

            

          

          [Fig. 5]의 (a), (b)는 제안 방법으로 추정한 경로, (c), (d)는 YOLO_ORB_SLAM3으로 추정한 경로이다. (a) 경로는 급격한 회전과 흐림 현상을 극복하여 경로가 더 자연스럽게 추정된 것을 알 수 있다. 반면 (c) 경로는 회전이나 직선 주행에서 부자연스러운 경로가 추정되었다. 또한 (b) 경로는 차선 이동을 자연스럽게 추정하였지만, (d) 경로는 차선 이동 간에 생긴 흐림 현상으로 동적 물체에서 특징을 제거하지 못하여, 차선 이동이 제대로 반영되지 않은 경로를 볼 수 있다.

          결과적으로, 제안 방법은 이벤트를 활용하여 회전이나 움직임으로 인한 흐림 현상 없이 동적 물체에서 특징을 효과적으로 제거하였으며, 이를 통해 도전적인 환경에서도 성공적으로 카메라의 자세와 경로를 추정하였다. 특히, zurich_city_00_a 시퀀스에서는 급격한 회전으로 인한 흐림 현상에도 불구하고 동적 객체를 강인하게 포착하여, 동적 환경에서 강인하게 SLAM을 수행하고 경로를 안정적으로 추정할 수 있음을 확인하였다.

        

      

    

    

  
    
      5. 결 론
      우리는 동적 환경에서 카메라의 위치를 추정하기 위해, 이벤트 카메라를 활용한 RGB-E SLAM 방법을 제안한다. 이벤트 카메라는 움직임으로 인한 흐림 현상에 강하며, 주변 환경 데이터를 빠르게 취득할 수 있기 때문에, 표준 카메라보다 먼저 갑작스럽게 등장하는 물체를 감지하고 분할할 수 있다. 또한, 이벤트 카메라는 HDR 기능을 제공하여 저조도나 과다 노출 같은 조명 조건에서도 안정적으로 데이터를 획득할 수 있다.

      다만, 현재 다양한 조명 조건과 GT 의미론적 라벨을 포함한 데이터셋이 부족하여, 본 연구에서는 해당 환경에서의 실험을 포함하지 않았다. 향후 연구에서는 이벤트 카메라와 표준 카메라를 결합해 이벤트 카메라의 강인한 성능과 표준 카메라의 풍부한 정보를 함께 활용함으로써 자율 주행에 기여하는 것을 목표로 한다.
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