
1. 서  론

매니퓰레이터 로봇의 모션 플래닝은 제조, 물류, 의료 등 다

양한 분야에서 필수적인 요소로 자리 잡고 있다[1]. 모션 플래닝

은 주어진 환경 내에서 로봇이 충돌 없이 시작지점에서 도착 지

점까지 이동할 수 있는 경로를 생성하는 방법을 말한다. 이를 

위해 다양한 알고리즘이 개발되었으며, 매니퓰레이터의 모션 

플래닝에서 대표적으로 쓰이는 방법은 샘플링 기반 모션 플래

닝이다. 이는 높은 차원의 복잡한 공간에서도 효율적으로 경로

를 탐색할 수 있는 방법으로 널리 사용되고 있다[2-4].

샘플링 기반 모션 플래닝 알고리즘의 구조는 다음과 같다. 

로봇의 상태공간에서 무작위 점들을 샘플링한 다음 자가충돌, 

주변환경과의 충돌 등 다양한 제약조건을 만족하는지 검사한

다. 그 뒤에 제약조건을 만족하는 점들을 잇는 방식으로 시작 지

점에서 도착 지점까지 경로를 획득한다. 이러한 알고리즘에는 

RRT (Rapidly-exploring Random Tree)[5] 및 PRM (Probabilistic 

Roadmap)[6]과 같은 기법이 있으며, 다양한 연구에서 그 방법의 

효율성과 실용성을 입증해왔다. 그러나 기존의 샘플링 기반 방

법들은 주로 무작위 샘플링에 의존하기 때문에, 불필요하게 많

은 샘플을 생성하여 작업 수행시간이 증가하게 된다. 또한 다자

유도 매니퓰레이터 시스템이나 복잡한 환경에서의 모션 플래

닝은 많은 계산량을 필요로 하게 된다. 

기존의 샘플링 기반 방법의 문제점을 개선하기 위해 학습된 

분포를 활용한 샘플링 방법이 제안되었다[7-10]. 샘플링 분포 학

습 방법은 샘플링 효율성을 향상시키기 위한 시도로 제안되었

지만, 이들 대부분은 양방향 탐색 알고리즘의 특성을 충분히 반
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영하지 못하는 한계가 있다[7,11,12]. RRT-connect와 같은 양방향 

탐색 알고리즘은 기존 RRT와 달리 양방향 탐색을 사용하여 시

작점과 목표점에서 번갈아 가면서 트리를 확장하고, 두 트리가 

만날 때까지 탐색을 진행한 후 경로를 연결한다[13]. 이 방식은 

목표에 빠르게 수렴할 수 있어 경로 탐색 효율이 높고, 계산 비

용이 적어 복잡한 환경에서도 더 빠르고 효율적인 경로를 찾을 

수 있다. 기존 알고리즘은 두 트리의 성장 순서에 따른 샘플링

을 고려하지 못하며 또한 시작 트리와 목표 트리 사이의 탐색되

지 않은 영역을 집중적으로 샘플링 하지 않는다. 이러한 한계는 

더 짧은 경로를 찾는데 있어 샘플링 효율성을 낮추는 주요 요인

으로 작용한다.

본 연구에서는 샘플링 분포 학습 기반 모션 플래닝 방법의 

효율성을 개선하기 위해 양방향 탐색 알고리즘의 특성을 반영

한 샘플링 전략을 제안한다. 신경망 모델은 주어진 모션 플래닝 

문제와 주변 환경 정보를 통해 경로가 생길 가능성이 높은 영역

을 샘플링 분포의 형태로 예측한다. 학습된 샘플링 분포는 경로

의 순차적인 정보를 담고 있는 스텝 변수를 사용해 양방향 탐

색 성질을 고려할 수 있는 step-wise 샘플링 전략에 사용된다. 

Swing 샘플링은 시작 트리/목표 트리의 자라는 순서를 고려하

며 순차적으로 샘플링이 진행된다. Bounded 샘플링은 탐색되

지 않은 구간을 계산한 뒤, 스텝 변수를 활용해 우선적으로 탐

색할 구간을 설정하여 효율적으로 경로를 확장한다. 스텝 전략

과 더불어 샘플링 분포에 Gaussian 노이즈를 추가하는 방법을 

통해 모션 플래닝의 성공률을 높인다. 학습한 모델이 스텝에 따

른 순차적인 경로를 학습했는지 t-SNE 시각화를 통해 확인한

다. 시뮬레이션 상에서 모션 플래닝 실험을 통해 제안한 방법의 

성능을 확인한다.

본 연구의 주요 기여는 다음과 같다. 

• 스텝 조건 정보를 활용한 샘플링 전략을 제안한다. 기존 방법

들은 샘플링 시에 양방향 탐색 알고리즘의 성질을 반영하지 

않는다. 스텝 변수는 경로에 대한 순차적인 정보를 갖고 있기 

때문에 스텝 변수를 활용하면 양방향 탐색 알고리즘에 맞는 

적절한 샘플링 전략을 사용할 수 있다. Swing 스텝과 Bounded 

스텝이라는 두 가지 스텝 변수를 활용한 샘플링 전략을 통해, 

양방향 탐색 알고리즘의 성능을 향상시켰다. 모션 플래닝 실

험 결과, 경로를 구하는 시간을 단축시켰으며 경로 길이 또한 

감소하였다.

• 생성한 샘플링 분포에 노이즈를 추가하는 방법을 제안한다. 

기존 방법들은 모션플래닝의 성능을 위해 무작위 추출과 학

습된 샘플링 분포를 단순히 혼합하여 사용한다. 본 연구에서

는 잠재공간 복원 과정에서 샘플링 후에 추가적인 Gaussian 

노이즈를 더하는 방식을 도입하여 모션 플래닝의 성공률을 

높인다. Gaussian 노이즈를 사용하는 방법은 복잡한 환경에

서도 알고리즘의 강건성을 유지하며 간단한 방법으로 모션 

플래닝의 성공률을 높이고 더 짧은 경로를 탐색하는 데 기여

한다.

본 논문은 총 5장으로 구성되어 있으며 순서는 다음과 같다. 

2장에서는 선행 연구와 모션 플래닝 문제가 소개된다. 3장에서

는 제안된 신경망 기반 샘플링 분포 학습 모델의 구조 및 학습 

방법과 스텝을 통한 샘플링 전략과 Gaussian 노이즈를 추가하

는 방법을 설명한다. 4장에서는 실험 및 실험 결과를 제시하고, 

마지막으로 5장에서 본 연구의 결론 및 한계를 논의한다.

2. 선행 연구 및 배경

2.1 선행 연구

Ichter 등은 샘플링 기반 모션 플래닝을 위한 샘플링 분포 

학습 방법을 처음으로 제안하였다[3,7]. 이 논문에서는 uniform 

sampling 과 non-uniform sampling 방식을 적절한 비율로 섞어서 

샘플링할 때 사용하는 방법을 소개하였다. non-uniform sampling

은 주어진 데이터에서 학습된 샘플링 분포를 바탕으로 편향 샘

플링(bias sampling)을 진행한다. 학습에 사용된 모델은 CVAE 

(Conditional Variational Autoencoder) 신경망 모델이며 샘플링 

분포를 더 낮은 차원인 잠재공간에 학습하게 된다[14]. 모션 플

래닝 과정에서는 학습된 잠재 공간에서 무작위로 샘플을 추출

한다. 그러나 이러한 방법은 모션 플래닝 알고리즘의 진행 상황

을 충분히 고려하지 못한다. 트리의 생성 위치나 경로 형성 가

능성을 반영하지 않기 때문에 샘플링 효율성이 저하될 수 있다. 

예를 들어, 목표 지점에 거의 도달한 상황에서 시작 지점 근처

에 샘플링되면 모션 플래닝이 지연되고, 새로운 점을 다시 생성

해야 하는 비효율이 발생할 수 있다. 본 논문에서는 이러한 점

을 개선하고자 샘플링 분포 학습시에 경로의 위치에 대한 정보

인 스텝을 추가하여서 더 효율적인 모션 플래닝을 진행한다.

Wang 등은 CNN (Convolutional Neural Network) 모델을 사

용해서 2차원 환경에서 샘플링 분포 학습을 통해 모션 플래닝 

하는 방법을 제안하였다[11]. 이 논문에서는 장애물 정보와 환경

을 이미지 형태로 입력 받아 편향 샘플링을 수행하고, 이를 

RRT* 알고리즘에 결합한 NRRT* 기법을 제안한다. 제안한 방

법은 2차원 환경에서 모바일 로봇 주행을 위해 모션 플래닝을 

진행하였으며 A*알고리즘을 통해 경로 데이터를 획득하였다. 

이 논문에서 제안한 방법은 관절 공간에서 동작하는 매니퓰레

이터에 대해서는 고려를 하지 않았다. 다른 선행연구에서는 

narrow passage의 위치같이 특정 영역에 대한 정보를 바탕으로 

주변 환경에 대한 정보를 학습하였다[7]. 이러한 방법은 특정 문

제 상황에서는 적용할 수 있지만 일반적인 환경에서는 적용하

기 힘들다는 문제점이 있다. 매니퓰레이터와 같이 고차원 로봇

과 로봇 주변의 3차원의 주변 환경을 고려할 수 있는 방법이 필
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요하다. 본 논문에서는 이러한 점을 개선하고자 3차원의 주변 

환경 정보를 voxel로 입력 받아 신경망 모델에 정보를 전달하

고 이를 통해 3차원의 주변 환경을 고려하여 샘플링 분포를 학

습하는 방법을 제안한다.

2.2 모션 플래닝

모션 플래닝 문제는 다음과 같이 수학적으로 정의된다. 로봇

의 상태공간은  ⊂ 로 자유도가 n인 로봇의 모든 가능한 상

태를 나타낸다. 이 중에서 주위 환경 혹은 물체와 충돌이 없는 자

유공간은 free⊂, 충돌이 있는 공간은 obs ╲free이

다. 모션 플래닝의 목표는 로봇의 상태공간에 대해 단사함수 

  →free를 찾는 것이다. 이때 는     

이라는 경계조건을 만족해야 한다. 모션 플래닝 문제에 따

라 ∈과 같이 목표점이 아닌 목표영역을 사용할 수 

있다. 목표영역이 작업공간에서의 자세인 경우, 로봇의 기구학 

정보를 통해 목표영역 만족 여부를 계산할 수 있다[15]. 

학습 기반의 모션 계획은, 최적 경로를 신경망으로 샘플링 

분포 형태로 예측한 후, 이를 경로 계획 과정에서 샘플링 함수

로 사용한다. 최적화된 경로를 구할 확률이 높은 영역에 편향된 

분포로 샘플링을 하게 되면 이러한 해를 구하는 시간을 단축시

킬 수 있다. [Fig. 1]처럼 uniform sampling 분포와 bias sampling 

분포 선택 비율인 편향 비율에 따라 샘플링 된 점들이 달라진

다. 편향 비율은 bias sampling을 얼마나 많이 사용할지에 대한 

비율이며, 편향 비율이 r이면 bias sampling을 r만큼 사용하고 

uniform sampling은 (1-r)만큼 사용한다.

3. 방  법

제안하는 방법은 로봇의 모션 플래닝 데이터를 CVAE 모델

로 학습한 뒤에 학습된 CVAE 모델을 모션 플래닝의 샘플링 시

에 사용하는 방법이다. 이때 조건 변수로 기존 연구와는 다르게 

스텝 변수를 학습시켜 스텝을 활용한 샘플링 전략을 통해 모션 

플래닝의 성능을 개선시켰다. 그러기 위한 샘플링 분포 학습 방

법 그리고 스텝을 사용한 샘플링 전략 그리고 Gaussian 노이즈

를 추가하는 방법을 소개한다.

3.1 샘플링 분포 학습 방법

VAE (Variational Autoencoder) 모델[16]의 학습 목표는 인코

더를 통해 학습 데이터를 차원이 낮은 잠재공간으로 변환시킨 

다음 디코더를 통해 잠재공간에서 원래의 데이터로 다시 복원

하는 것이다. CVAE 모델은 VAE에 condition이라는 조건 정보

가 추가된 생성형 학습 모델이다. CVAE 모델은 입력데이터를 

모델에 입력시킬 때와 복원시킬 때 조건 정보를 같이 전달해 원

래 데이터를 잘 복원할 수 있다는 특징을 가진다. 학습된 CVAE 

모델은 다양한 데이터를 생성하기 위해 사용된다. 데이터 생성

시에는 디코더 부분만을 분리해서 사용하며 잠재공간에서 추출

된 분포를 디코더 모델에 통과시켜서 데이터를 생성하게 된다. 

획득한 모션 플래닝 데이터를 통해 CVAE 모델을 기반으로 

로봇 경로 생성을 수행하는 모델을 [Fig. 2]처럼 구성하였다. 

CVAE는 데이터 X와 조건 C가 주어졌을 때, 관절 각도 X의 생

성 분포  를 학습한다. 학습 과정에서 Encoder는 입력 

데이터 X를 조건 C와 함께 잠재 변수 Z의 분포  로 

매핑하며, Decoder는 Z와 C를 기반으로  를 통해 X

를 재구성한다. 학습은 변분 추론(Variational Inference)을 활용

하여, 잠재 변수 Z에 대한 조건부 변분 하한식(Evidence Lower 

Bound, ELBO)을 최대화하는 방식으로 이루어진다.

ϕ  ϕ∣ log∣  (1)




ϕ∣∥

여기서 는 잠재 변수 Z의 사전 분포(prior distribution)로 

일반적으로 표준 정규분포 N(0, I)를 사용하며, KL-Divergence를 

사용하여 Encoder가 잠재 공간에서 학습된 분포  

와 사전 분포 가 서로 유사해지게 만든다.

[Fig. 1] Differences in sampling methods based on sampling 

distribution selection ratios, yellow means uniform sampling, green 

means bias sampling, bias ratio (Left: 0, Middle: 0.5, Right: 1)

[Fig. 2] Neural network model for learning sampling distribution, 

(Left) training model, (Right) inference model
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모델에서 조건 C는 로봇의 경로 계획에 필요한 3가지 요소

로 구성된다. 첫째, 로봇 상태공간에서의 시작점과 목표점 정

보, 즉 두 개의 관절값에 해당하는 정보와, 둘째, 로봇 주변 환경

을 3차원 점유 격자 지도(Occupancy Grid Map)로 표현하고 이

를 Grid-Encoder를 통해 차원을 압축해서 사용한다. 셋째, 로봇 

경로의 순서 정보를 포함하여 경로 진행 상태(시작: step=0, 목

표: step=1)를 반영한다. 

3.2 스텝을 사용한 샘플링 전략

로봇의 모션 플래닝을 효율적으로 수행하기 위해 경로의 순

차적인 정보를 학습한 스텝 변수를 활용한 새로운 샘플링 전략

을 제안한다. 학습된 모델에서 랜덤 샘플을 추출하여 관절 각도

를 생성하며, 이 과정은 배치 단위로 병렬 처리되어 다수의 샘플

을 동시에 생성한다. 이때 모션 플래닝에 의해 조건 변수가 설정

되며, 스텝 조건 변수는 샘플링 전략에 따라 0과 1사이에서 적절

히 선택된다. 이렇게 생성된 샘플은 uniform 샘플링 분포와 학

습된 샘플링 분포를 혼합하여 BiRRT* 알고리즘에 사용된다.

경로 생성의 효율성을 높이기 위해 다양한 스텝기반 샘플링 

전략을 도입하였다. 스텝 변수는 주어진 경로를 시작 지점을 0, 

도착 지점을 1로 설정한 뒤 이 사이 구간을 이산화한 값이다. 

Swing 샘플링은 BiRRT 알고리즘에서 시작 트리와 목표 트리

에서 번갈아 가며 노드를 생성한다는 특성을 반영한 방법이다. 

기존 스텝 변수의 범위는 0에서 1 사이의 값으로 정해서 디코더

에 넣게 되지만 Swing 샘플링은 두 구간으로 나누어 트리의 종

류에 따라 해당 구간에서 샘플링을 하게 된다. [Fig. 3]의 위 그

림처럼 시작 트리에서 노드를 연장할 때에는 스텝 변수의 범위

를 [0, 0.5] 구간 안에서, 목표 트리에서 노드를 연장할 때에는 

스텝 변수의 범위를 [0.5, 1] 구간 안에서 정해 놓고 샘플링을 수

행한다. Bounded 샘플링은 [Fig. 3]의 아래 그림처럼 트리간의 

거리, 시작 트리의 거리 그리고 목표 트리의 거리 정보를 활용

하여 스텝 변수 구간의 하한(lower bound)과 상한(upper bound) 

사이에서 샘플링을 진행한다. 다음식을 통해 하한과 상한에 대

한 값을 계산할 수 있다. T는 트리 뜻하며, ·는 거리 함수이

다. 는 시작 트리와 목표 트리 사이의 거리이며, 

는 시작 지점에서부터 목표 트리로 뻗어나간 시작 트

리의 거리를 뜻한다. 는 목표 지점에서부터 시작 트리

로 뻗어나간 목표 트리의 거리를 뜻한다.

 





(2)

 





(3)

이러한 샘플링 전략은 학습된 분포의 활용과 다양한 탐색 방

식을 결합함으로써 모션 플래닝의 효율성과 품질을 크게 향상

시킨다. 

3.3 샘플링 분포에 Gaussian 노이즈 추가 방법

본 연구에서는 무작위 추출과 학습된 샘플링 분포에 Gaussian 

노이즈를 추가한 분포를 섞어서 사용한다. 기존의 방법들은 모

션 플래닝 성능 향상을 위해 무작위 추출과 학습된 샘플링 분포

를 단순히 혼합하여 사용했지만, 이러한 방법은 학습된 분포의 

부정확성으로 인해 경로 예측에 한계가 있다. 이에 반해, 잠재 

공간 복원 과정에서 샘플링이 이루어진 후 Gaussian 노이즈를 

추가하는 방법은 샘플링의 다양성을 확보하고, 생성된 관절 값

들이 특정 환경에 편향되어 있는 문제를 완화한다. 이러한 방법

은 학습한 모델의 일반화 성능을 높여줄 수 있다.

4. 실험 및 실험 결과

CVAE 모델 학습을 위해 사용한 데이터와 데이터 생성 방법

을 소개한다. 생성한 데이터를 통해 CVAE 모델이 스텝에 따른 

[Fig. 3] A step-based sampling strategy, Swing (Top) and Bounded 

(Bottom) steps, where the step variable discretizes the path 

between the start (0) and goal (1) points. Grey objects are 

obstacles. Swing sampling: Reflects the alternating node 

generation characteristic of the BiRRT algorithm by sampling step 

within [0, 0.5] for the Start Tree (orange area) and sampling step 

within [0.5, 1] for the Goal Tree (blue area). Bounded Sampling: 

Utilizes the distance between trees and sample within a calculated 

lower and upper bound (green area), with approximated bounds 

determined by specific formulas during the BiRRT process
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순차적인 경로를 잘 학습했는지 확인하기 위해 저차원 시작화

를 사용하였다. 제안한 샘플링 전략의 모션 플래닝 성능을 검증

하기 위해, 책장과 3개의 직육면체 장애물이 있는 환경에서 매

니퓰레이터의 pick-and-place 모션 플래닝 실험을 진행한다. 또

한 학습한 모델의 일반화 성능을 평가하기 위해 환경을 3단계

로 나누어서 성능을 측정하였으며 실험은 시뮬레이션 환경에

서 진행하였다.

4.1 데이터 생성 방법

BiRRT* 알고리즘[2]을 사용하여 총 500개의 서로 다른 환경

에 대해서 제한 시간 500sec로 준최적 경로(near-optimal path) 

데이터를 획득하였다. 데이터 생성은 시뮬레이션 환경에서 진

행되었으며 ROS 및 MoveIt! 을 사용하였다. BiRRT* 플래너는 

MoveIt! 에서 제공하는 기본 플래너를 사용하였다. [Fig. 4]는 

데이터 생성에 사용된 환경을 RViz로 시각화한 결과이다. 시뮬

레이션에서 7자유도의 매니퓰레이터를 통해 다양한 시작 자세

와 도착 자세에서 책장의 한 층에서 다른 층으로 컵을 옮기는 

작업의 데이터를 생성하였다. 환경에는 책장 말고도 3개의 직

육면체의 장애물의 크기와 위치를 랜덤하게 배치하였다. 

4.2 스텝에 따른 샘플링 분포

본 연구에서 CVAE 학습 모델의 성능을 평가하기 위해, 학습 

결과에 대한 분석 실험을 우선 진행하였다. CVAE 모델을 활용

하여 로봇 모션 플래닝을 학습한 데이터를 저차원 공간에서 시

각화하기 위해 t-분포 확률적 임베딩을 사용하였다. 

시각화 결과는 학습한 로봇 경로 데이터의 스텝에 따른 분포

를 보여준다. [Fig. 5]에서 볼 수 있듯이 학습된 경로 중 일부는 

목표 지점으로 매끄럽게 연결된 좋은 경로를 나타내며, 이는 

CVAE가 적절한 분포를 학습했음을 나타낸다. 그러나 중간에 

경로가 단절된 끊긴 경로와 복잡하게 꼬여 있는 경로도 관찰되

었다. 이러한 결과는 CVAE가 높은 차원의 복잡한 데이터 분포

를 학습하는 과정에서 데이터의 불균형 또는 특정 조건에서의 

일반화 한계를 드러낼 가능성을 보여준다. 특히, 경로가 단절

되거나 꼬이는 현상은 데이터의 부족 또는 주변환경의 장애물 

정보 혹은 상태공간에 대한 학습이 충분하지 않을 수 있음을 암

시한다. 다양한 환경에 대한 정밀한 샘플링 분포를 학습하기 위

해서는 더 연구가 필요함을 뜻한다. 제안한 방법은 이와 같은 

문제를 어느 정도 완화하기 위해, Gaussian 노이즈를 추가하는 

방법을 사용한다.

4.3 실험 환경 및 설정

본 연구에서는 학습한 모델의 일반화 성능을 평가하고, 장애

물 및 시작자세와 도착자세에 따른 성능을 확인하기 위해 실험

을 세 가지 단계로 나누어 진행하였다. 단계가 높아질수록 더욱 

높은 일반화 성능을 필요로 한다. 첫 번째 단계는 학습 환경과 

동일한 환경에서 실험을 진행하였고, 두 번째 단계는 시작자세

와 도착자세만 변경된 환경에서 실험을 진행하였다. 마지막으

[Fig. 4] Data generation scenario with a 7-DOF manipulator 

moving a cup between shelves in a bookshelf, with three 

randomly placed cuboid obstacles in RViz

[Fig. 5] t-SNE visualization of neural sample paths generated by 

the CVAE model, where the color transitions from yellow to 

purple as the step variable changes from 0 to 1
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로 세 번째 단계에서는 장애물과 시작자세 및 도착자세가 모두 

변경된 환경에서 실험을 진행하였다. 장애물과 책장의 위치에 

따라 상태공간의 구조가 바뀌게 되고 시작자세와 도착자세에 

따라 상태공간에서의 출발 지점과 도착지점이 바뀌게 된다.

제안된 샘플링 전략의 성능을 비교하기 위해 모션 플래닝 알

고리즘으로는 BiRRT* 알고리즘을 1초 동안 실행하며 총 6가

지 샘플링 전략에 대해 실험을 수행하였다. 샘플링을 수행하는 

부분은 제안한 방법을 직접 구현하여 사용하였고 이에 맞게 

MoveIt의 BiRRT* 플래너를 수정하여 사용하였다. 실험 대상

은 (1) Uniform Sampling (US): 전통적인 uniform 샘플링 기반 

모션 플래닝, (2) Learned Sampling (LS): 학습된 샘플링 분포를 

활용한 신경망 기반 모션 플래닝, (3) Learned Sampling with 

Gaussian noise (LSG): 학습된 샘플링 분포에 Gaussian 노이즈

를 추가한 방법, (4) Learned Sampling with Gaussian noise and 

Swing step (LSG-S): LSG 방법에 Swing 스텝 전략을 적용한 방

법, (5) Learned Sampling with Gaussian noise and Bounded step 

(LSG-B): LSG 방법에 Bounded 스텝 전략을 적용한 방법 그리

고 (6) Learned Sampling with Gaussian noise and Bounded 

Swing step (LSG-BS): LSG 방법에 Bounded 와 Swing 스텝 전

략을 동시에 적용한 방법으로 구성되었다. 

성능 평가를 위한 값은 총 3 가지로 생성된 경로 관절공간에

서의 길이인 path length, 모션 플래닝 성공 여부에 대한 값인 

success rate 그리고 최초의 경로를 구하기까지 걸린 시간인 

planning time이다.

3개의 단계에 대해 각각 6가지 서로 다른 샘플링 전략을 진

행하고 결과를 비교하였고 각각의 샘플링 전략마다 100개의 

환경에 대한 실험을 진행하였다. 실험에 사용한 bias ratio는 0.5

로 대부분의 선행연구에서 사용하고 있는 값을 사용하였다[7].

4.4 실험 결과

각각의 단계별로 결과를 분석하였을 때, [Table 1]에서 확인

할 수 있듯이 1단계 환경에서는 학습 기반 방법들이 uniform 

sampling 기반 방식보다 경로 길이 와 플래닝 시간은 감소하였

고 성공률은 증가하였다. 이는 학습에 사용한 환경과 비슷한 환

경을 사용하였기 때문이다. 2단계 환경은 시작자세와 도착자

세 바뀌는 환경이기 때문에 1단계 환경보다 어려운 환경이다. 2

단계 환경에서의 실험 결과인 [Table 2]에서 LSG-BS 방법의 성

공률이 가장 높았으며 경로 길이와 플래닝 시간에서는 두번째

로 좋은 성능을 보였다. 종합적인 성능이 가장 좋다고 할 수 있

다. [Table 3]에 따르면 가장 높은 일반화 성능이 필요한 단계인 

3단계 환경에서는 제안한 방법인 LSG-BS 방법의 성능이 3가

지 지표 모두 좋았을 뿐 아니라 같은 학습기반 방법과 비교하였

을 때에도 성능에서 차이를 보였다. 기존 방법인 LS 방법은 1단

계 2단계 환경에서는 비교적 괜찮은 성능을 보였지만 일반화

가 많이 필요한 3단계 환경에서는 uniform sampling에 비해 성

능이 크게 증가하지 않았다.

전체 실험 결과를 분석하였을 때, Gaussian 노이즈를 추가하

는 방법은 학습된 분포보다 넓은 영역을 포함하여 성공률을 높

이는데 기여한다. 스텝 전략에 따른 비교에서는 Bounded 방식

이 평균 경로 길이 측면에서 우수한 성능을 보였으며, 반면 

Swing 방식은 트리의 빠른 확장을 통해 계산 시간을 효과적으

로 단축시켰다. 두 가지 스텝 전략을 모두 사용한 방법이 성공

률, 경로길이 그리고 플래닝 시간에서 모두 좋은 성능을 보였

다. 일반화 성능도 제안한 샘플링 전략이 기존 학습기반 방법에 

비해 나아졌다.

[Table 1] Level 1 motion planning results of various sampling 

strategies with an identical obstacle and start/goal poses from 

trained data

Method Path length Planning time (sec) Success rate (%)

US 7.218 0.134 0.87

LS 6.839 0.060 0.96

LSG 6.588 0.050 0.98

LSG-S 6.992 0.057 0.94

LSG-B 6.557 0.056 0.95

LSG-BS 6.399 0.040 0.97

[Table 2] Level 2 motion planning results of various sampling 

strategies with an identical obstacle and non-identical start/goal 

poses from trained data

Method Path length Planning time (sec) Success rate (%)

US 7.568 0.130 0.88

LS 6.849 0.080 0.94

LSG 6.914 0.070 0.95

LSG-S 6.955 0.045 0.94

LSG-B 6.564 0.093 0.95

LSG-BS 6.590 0.053 0.97

[Table 3] Level 3 motion planning results of various sampling 

strategies with non-identical obstacles and start/goal poses from 

trained data

Method Path length Planning time (sec) Success rate (%)

US 7.775 0.142 0.89

LS 7.201 0.119 0.92

LSG 7.226 0.100 0.91

LSG-S 7.187 0.109 0.93

LSG-B 6.891 0.079 0.94

LSG-BS 6.867 0.067 0.94
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실시간 적용 가능성을 평가하기 위해 연산 속도와 플래닝 시

간을 분석한 결과, 모션 플래닝 시간은 평균적으로 약 0.1초 이

내로 소요되며, 1,000개의 학습 샘플 생성에는 Nvidia RTX 

4080 그래픽카드 기준으로 약 0.078초가 걸린다. 이러한 샘플

들은 모션 플래닝 전에 미리 생성이 가능하므로, 환경 인식이 

빠르게 이루어진다는 가정 하에 실시간 적용이 가능할 것으로 

예상된다.

제안한 샘플링 전략은 기존 학습 기반 방법에 비해 성공률과 

경로 길이 그리고 플래닝 시간에서 우수한 성능을 보였다. 기존 

학습 기반 방법에 비해 모션 플래닝에 필요한 시간이 43.69% 

감소하였으며 시간이 많이 단축되었음에도 불구하고 경로 길

이는 4.64% 감소하였고 성공률 또한 2% 증가하였다. 또한 기

존 학습 기반 방법에 비해 일반화 성능이 나아졌다. 결론적으로 

BiRRT* 알고리즘과의 조합을 통해, 제안한 방법인 양방향 트

리의 특성을 활용한 샘플링 전략은 기존 방법에 비해 더 효율적

임을 확인하였다.

5. 결론 및 한계

본 연구에서는 로봇 모션 플래닝의 효율성과 성공률을 향상

시키기 위해, 스텝을 활용한 샘플링 전략과 Gaussian 노이즈를 

추가하는 방법을 제안했다. CVAE 모델을 활용하여 상태 공간

에서 최적 경로를 포함할 가능성이 높은 영역을 식별하고, 이러

한 영역에서 샘플링 할 수 있는 분포를 학습했다. 실험 결과 

bias sampling을 진행할 때 노이즈를 추가하게 되면 모션 플래

닝의 성공률은 증가하는 반면, 경로길이는 감소하는 것을 확인

했다. 또한 Swing 스텝 샘플링 전략을 통해 모션 플래닝 시간을 

감소시킬 수 있었고 Bounded 스텝 샘플링 전략을 통해 모션 플

래닝으로 구한 경로 길이를 감소시킬 수 있었다. 두 가지 샘플

링 전략을 같이 사용한 방법을 통해 기존 학습 기반 방법보다 

모션 플래닝 성능을 향상시킬 수 있었다.

제안한 방법은 특정 환경과 한팔 매니퓰레이터를 대상으로 

시뮬레이션에서 실험을 통해 성능을 검증하였으며, 이를 통해 

모션 플래닝 성능을 개선하였다. 향후 연구에서는 다양한 환경

과 다양한 로봇을 대상으로 성능을 평가하여, 제안한 방법의 일

반화 가능성을 검증할 계획이다. 특히, 복잡한 제약조건을 가

지는 작업이나 양팔 매니퓰레이터와 같은 고차원 로봇에도 적

용할 수 있는 학습 방법과 모델을 개발하여 성능을 향상시키고

자 한다. 또한, 본 연구에서는 정적 환경에서 성능을 평가하였

으나, 실제 환경에서는 장애물이 움직이거나 목표점이 변동될 

가능성이 있다. 향후 연구에서는 동적 환경에서도 제안한 방법

의 성능을 평가하고, 온라인 학습 기반의 실시간 샘플링 조정 

및 적응형 탐색 기법을 적용하여 실험할 계획이다.
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