
1. 서  론

시각 질의 응답(Visual Question Answering, VQA)은 컴퓨터 

비전과 자연어 처리의 융합 지점에서 중요한 연구 과제로 부상

하였으며, 이미지 내 시각적 정보에 대한 질문에 정확히 응답하

는 것을 목표로 한다[1]. 기존의 시각 질의 응답 모델들은 이미지 

내 객체의 색상, 형태, 범주 등과 같은 가시적 속성에 대한 질문

에는 뛰어난 성능을 보이지만, 객체 간의 거리와 같은 물리적 

속성이나 공간적 관계에 대한 추론에는 한계가 존재한다. 일부 

연구에서는 RGB-D 데이터를 활용하여 공간적 추론 능력을 향

상시키고자 하였으나, 이들 대부분은 상대적인 위치 관계에 초

점을 맞추었을 뿐, 객체 간 물리적 거리를 수치적으로 응답하는 

기능은 제공하지 못하고 있다[2]. 

한편, 객체 거리 추정(Object Distance Estimation) 분야는 본

래 직접적으로 거리 정보를 획득할 수 있는 라이다(LiDAR), 레

이더(Radar), 스테레오 카메라(Stereo Camera)에서 시작되어 

근래에는 단안 카메라(Monocular)를 딥러닝 기술과 결합하여 

활용하는 연구까지 많은 진전을 보였으나, 일반적으로 카메라

와 객체 간의 거리 추정에 한정되어 있을 뿐 객체들 간의 거리 

단안 이미지에서 시각 질의 응답 및 

객체 거리 추정 통합을 위한 추론 프레임워크

An Inference Framework for Integrating Visual Question 

Answering and Object Distance Estimation on Monocular Images

조 준1
․ 장 철 수2

․ 이 창 은2
․ 김 규 남†

Joon Cho1, Choulsoo Jang2, Changeun Lee2, Kyunam Kim†

Abstract: Visual Question Answering (VQA) effectively addresses semantic queries about objects in 

an image but remains limited in inferring physical properties such as inter-object distances from a 

monocular image. This study proposes DistVQA (Distance Visual Question Answering), a novel task 

integrating VQA with metric distance estimation between objects within a single image. We then 

present DIF (Distance Inference Framework), a framework that accomplishes this task without 

requiring additional training by leveraging frozen pre-trained models. Key contributions include: 1) 

defining the new task of answering questions about physical distances between objects, 2) creating 

the DistVQA-VK2 benchmark dataset, derived from Virtual KITTI 2, which contains image-question 

pairs querying inter-object distances with ground-truth answers, 3) proposing the DIF framework 

comprised of a Metric Depth Estimator, a Focal Length Estimator, a Small Language Model, an 

Object Segmentation Module, and a Distance Calculation Module that supports both center-to-center 

and minimum surface-to-surface distances, 4) introducing the evaluation metrics QLA (Queried- 

object Localization Accuracy), DVA (DistVQA Accuracy), and CDA (Conditional Distance Accuracy) 

for jointly assessing localization and distance reasoning. Experimental results show that QLA reaches 

up to 87%, DVA achieves 87%, and CDA remains above 82% across all conditions. These findings 

establish the first baseline for the DistVQA task and demonstrate the feasibility of modular, training- 

free distance reasoning framework from a monocular image.

Keywords: Visual Question Answering, Object Distance Estimation, Monocular Depth Estimation

Received : Oct. 10. 2025; Accepted : Nov. 19. 2025

※ This work was supported by Korea Research Institute for defense 

Technology planning and advancement - Grant funded by Defense 

Acquisition Program Administration (DAPA) (KRIT-CT-23-021).

1. Graduate Student, Intelligent Robotics, Sungkyunkwan University, 

Suwon, Korea (joony414@g.skku.edu)

2. Principal Researcher, Electronics and Telecommunications Research 

Institute, Daejeon, Korea (jangcs, celee@etri.re.kr)

† Assistant Professor, Corresponding author: Mechanical Engineering, 

Sungkyunkwan University, Suwon, Korea (kyunam.kim@skku.edu)

CopyrightⓒKROS

Journal of Korea Robotics Society (2026) 21(2):182-193
https://doi.org/10.7746/jkros.2026.21.2.182 ISSN: 1975-6291 / eISSN: 2287-3961182 

https://crossmark.crossref.org/dialog/?doi=10.7746/jkros.2026.21.2.182&domain=https://jkros.org/&uri_scheme=http:&cm_version=v1.5


단안 이미지에서 시각 질의 응답 및 객체 거리 추정 통합을 위한 추론 프레임워크   183

추정은 다루지 못하고 있다[3-5].

위와 같은 두 연구 분야를 결합하는 것은 모델이 시각적 장

면을 이해할 뿐만 아니라 실제적인 물리적 측정까지 수행할 수 

있도록 그 능력을 확장할 수 있는 기회를 제공한다. 특히 이처

럼 단안 이미지를 기반으로 두 분야를 통합하는 것은 기존 라이

다, 레이더, 스테레오 카메라를 사용하는 방식에 비해 구조적

으로 간결하고 비용 효율적으로, 실용성과 확장성을 동시에 확

보하는 데 유리하다. 그러나 현재까지 단안 이미지로부터 객체 

간 물리적 거리를 추정하도록 설계된 시각 질의 응답 모델의 사

례는 거의 찾아보기 어렵다.

본 연구에서는 별도의 학습 없이도 시각 질의 응답과 단안 

이미지에서의 객체 간 거리 추정을 통합하는 새로운 프레임워

크인 DIF (Distance Inference Framework)를 제안하며, 해당 프

레임워크의 개략도는 [Fig. 1]과 같다.

이러한 프레임워크는 RGB 카메라만을 탑재한 이동 로봇 등

에 활용될 수 있다. 예를 들어, 드론이 시각 질의 응답을 통해 착

륙 지점 주변의 객체들을 탐지하고, 이들 간의 실제 거리를 정

량적으로 추정함으로써 착륙 가능 영역을 판단할 수 있다. 사용

자는 “착륙지점 근처에 있는 두 물체의 거리는 얼마나 되는

가?”와 같은 질의를 통해 충분한 공간 여부를 확인하고, 드론의 

착륙 또는 대기 결정을 유도할 수 있다. 이때 응답되어야 하는 

거리는 크게 두 가지로 구분된다. 첫째는 객체 중심 간 거리

(Center-to-Center Distance)로, 이는 이미지 상에서 추정된 각 

객체 중심 좌표 간의 거리로서 객체 간 상대적 위치 관계를 파

악하는 데 활용된다. 예를 들어, 다수의 목표물 중 특정 기준점

과 가장 가까운 객체를 식별하거나, 공간 배치를 정량적으로 비

교하는 상황에 유용하다. 둘째는 표면 간 최소 거리(Minimum 

Surface-to-Surface Distance)로, 이는 로보틱스 분야에서 충돌 

회피나 경로 계획을 위해 널리 사용되는 근접성 지표이다. 예를 

들어, 협소한 통로를 통과하거나 인접한 장애물을 회피해야 하

는 상황에서 표면 간 최소 거리를 기반으로 여유 공간 여부를 판

단하고, 이를 통해 실시간 회피 경로를 조정할 수 있다. 이러한 

일련의 처리 과정은 단일 RGB 영상만으로 수행이 가능하므로, 

무게 및 전력 제약이 큰 소형 드론 플랫폼에서도 손쉽게 적용될 

수 있으며, 고비용의 거리 센서나 정밀한 위치 추적 시스템 없

이도 정밀한 공간 추론 기반의 행동 결정을 가능하게 한다.

본 논문의 주요 기여는 다음과 같다.

• 시각 질의 응답 및 거리 추정이 통합된 새로운 Task인 

DistVQA (Distance Visual Question Answering) 제안: 기

존의 시각 질의 응답 모델이 다루지 못했던 이미지 내 객

체 간의 물리적 거리를 추정하고 이에 대해 추론하는 기능

을 포함한 새로운 형태의 Task를 정의하였다.

• 벤치마크 데이터세트 제작: 이미지 내 두 객체들 간의 거

리를 물어보고 이에 대한 정답으로 실제 물리적 거리를 포

[Fig. 1] Overview of DIF architecture composed of four main components: Metric Depth Estimator (MDE) and Focal Length Estimator 

(FLE), Small Language Model (SLM), Object Segmentation Module (OSM), and Distance Calculation Module (DCM). Among these, 

the OSM consists of three submodules: Open-Vocabulary Object Detection Model (ODM), Verifier, and Visual Segmentation Model 

(VSM). All components, except the DCM and the Verifier, utilize pre-trained models
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함하는 DistVQA-VK2 질의응답 벤치마크 데이터세트를 

구축하였다.

• DistVQA를 위한 비학습 프레임워크 제시: 사전 학습된 여

러 모델들의 가중치를 동결시킨 채로 활용하여 별도의 학

습 없이도 이미지 내 객체 간의 거리를 물어보는, 시각 기

반 질의에 응답하는 프레임워크를 제시하였다.

• 새로운 평가 지표 제안: DistVQA 과제의 성능을 종합적으

로 평가하기 위해 세 가지 평가지표를 제안하였다. 두 객

체의 올바른 위치 추정을 평가하는 QLA (Queried-object 

Localization Accuracy), 객체 위치 추정과 거리 추정의 정

확도를 동시에 평가하는 DVA (DistVQA Accuracy), 두 객

체가 정확히 위치 추정된 경우에 한해 거리 추정의 정확도

를 평가하는 CDA (Conditional Distance Accuracy)를 제안

하고, 벤치마 크 데이터세트에 대한 DIF의 성능을 각 모듈

별 다양한 후보 조합을 실험적으로 비교하여, 이를 통해 

도출된 결과를 기준 성능(Baseline Performance)으로 제시

하였다.

2. 관련 연구

2.1 시각 질의 응답

시각 질의 응답은 자연어 처리와 컴퓨터 비전을 결합한 Task

로써, 이미지에 대해 제시된 질문에 올바른 답변을 생성하는 것

을 목표로 한다. 시각 질의 응답 모델은 시각적 내용과 텍스트 

입력을 모두 이해하고 추론할 수 있도록 설계되어 있다. 초기 

시각 질의 응답 접근 방식은 객체의 가시적인 속성에 관한 사실

적 질문에 초점을 맞추었으며, 모델이 미리 정의된 답변 후보군 

중에서 답변을 선택하는 Classifier의 형태로 작동하였다[1,6,7]. 

그러나 최근 발전한 시각 언어 모델(Vision Language Model, 

VLM)은 간단한 단답형이나 선다형 답변에서부터 긴 문장형 

답안까지 더욱 복잡한 형태의 질의 처리를 가능하게 하였고, 성

능 또한 크게 향상시켰다[8-10]. 이 모델들은 외부 지식이나 심화

된 추론이 요구되는 고차원적 질문에 뛰어난 답변 능력을 보이

며, 제로샷(Zero-Shot) 또는 퓨샷(Few-Shot)과 같이 이전에 보

지 못한 새로운 질의 응답에서도 우수한 성능을 보이고 있다.

2.2 객체 거리 추정

객체 거리 추정은 컴퓨터 비전 분야에서 활발히 연구되어 온 

주제로, 특히 로봇공학, 자율주행, 증강현실 등의 응용 분야에

서 중요한 역할을 한다. 기존 거리 추정 방식으로는 스테레오 

비전 카메라를 활용하여 삼각측량 방식으로 깊이 정보를 추정

하거나, 라이다 및 레이더를 통해 직접적으로 깊이 정보를 수집

하는 방식이 있다. 이에 비해 단안 카메라를 사용하는 방식은 

2D 이미지로부터 깊이를 간접적으로 추정해야 한다는 본질적

인 어려움이 있으나, 비용 효율성과 구조적 단순함 등의 장점으

로 인해 최근 들어 많은 주목을 받고 있다[11,12]. 특히, 합성곱 신

경망(Convolutional Neural Network, CNN) 및 트랜스포머

(Transformer) 기반의 딥러닝 기법들이 대규모 데이터세트들을 

활용하여 깊이 추정 성능을 크게 향상시키는 데 기여하고 있다.

그러나 이러한 발전에도 불구하고 2D 이미지로부터 객체 간 

거리를 추정하는 방식에는 여전히 몇 가지 한계가 존재한다. 첫

째, 객체 거리 추정은 일반적으로 사전 정의된 객체 클래스에 

한정되어 있다. 즉, 학습 과정에서 명시적으로 라벨링된 객체

에 대해서만 거리를 추정할 수 있으며, 이는 라벨링되지 않은 

객체에 대한 일반화 능력에 제약을 가져온다. 둘째, 현재의 

방법들은 주로 카메라와 객체 간의 거리를 추정하는 데 집

중되어 있으며, 동일한 장면 내에 존재하는 객체 간의 거리를 

추정하는 데는 한계가 있다[3-5]. 이러한 한계는 다수 객체 간의 

공간적 관계를 이해해야 하는 상황에서 활용도를 저해할 여

지가 있다.

3. 데이터세트

3.1 DistVQA-VK2

본 논문의 모델을 평가하기 위해 DistVQA-VK2 (Distance 

Visual Question Answering using Virtual KITTI 2 dataset) 데

이터세트를 구축하였다. 본 데이터세트의 기반이 된 Virtual 

KITTI 2 (VKITTI2)는 Unity 엔진을 이용하여 실제 도로 주행 

영상 데이터세트인 KITTI[13]의 주행 장면을 모의한 합성 데이

터세트이다[14].

DistVQA-VK2 데이터세트는 VKITTI2가 제공하는 RGB 이

미지, 깊이 맵(Depth Map), 클래스 분할(Class Segmentation), 

인스턴스 분할(Instance Segmentation), 카메라 파라미터, 차량 

메타데이터 및 바운딩 박스(Bounding Box) 주석 등 풍부한 데

이터 모달리티를 활용하여 객체 간 물리적 거리 추정에 초점을 

맞춘 질의응답 데이터세트로 구성하였다. 이를 위해 [Fig. 2(a)]

와 같이 제작 도구를 개발한 뒤, [Fig. 2(b)]의 예시와 같은 데이

터를 제작하였다. 각 질의는 선택된 이미지 내에서 두 가시적 

객체 간의 거리를 묻도록 구성되며, 이에 상응하는 응답은 해당 

객체 간의 실제 거리를 미터(m) 단위의 부동소수점 숫자로 표

현하였다. VKITTI2에서 생성된 이미지 중 총 100장을 선별하

여 총 100개의 질문-답변 쌍을 구성하였다. 또한 해당 데이터세

트는 질문-답변 쌍과 함께 각 질의에서 참조된 두 객체의 객체 

분할 마스크 와 키포인트 정보도 제공한다. 중심 간 거리를 평

가할 경우, 키포인트는 객체 분할 마스크 S의 중심점으로 정의



단안 이미지에서 시각 질의 응답 및 객체 거리 추정 통합을 위한 추론 프레임워크   185

된다. 반면 표면 간 최소 거리를 평가할 경우, 키포인트는 두 

객체의 분할 마스크 S에 포함된 점들 중 카메라 좌표계상에서 

서로 가장 가까운 점으로 정의되며, 이렇게 정의된 키포인트

들은 픽셀 좌표   및 카메라 좌표계상의 실제 거리 값 





으로 제공되어 보다 상세한 공간적 분석을 가능하

게 한다. 본 연구에서는 Training-Free 접근법을 제안하고 있기

에 본 데이터세트는 별도의 훈련 세트 없이 모두 테스트 세트에 

해당한다.

3.2 데이터세트 제작 도구

DistVQA를 위한 기존의 데이터세트 및 데이터세트 제작 도

구가 부재한 상황이었기에, VKITTI2가 제공하는 멀티모달 데

이터를 활용하여 사용자가 수동으로 라벨링을 수행할 수 있는 

맞춤형 데이터세트 제작 도구를 개발하였다. 본 도구는 RGB 

이미지와 인스턴스 분할(Instance Segmentation) 이미지를 포

함한 다양한 시각화 모드를 지원하여, 사용자가 객체를 선택하

고 공간적 맥락을 분석하는 데 도움을 준다. 또한 [Fig. 2(a)]에

서 보이는 바와 같이 GUI상에서 서로 다른 두 객체가 선택되

면, 해당 객체들의 클래스 레이블, 키포인트 이미지 좌표, 그리

고 키포인트 카메라 좌표가 표시된다. 이때 도구는 자동으로 두 

키포인트 간 카메라 좌표계 상의 유클리드 거리를 계산하여 미

터 단위로 결과를 제시한다. 이러한 절차는 [Fig. 3]의 데이터세

트 생성 알고리즘으로 설명된다. 본 도구는 질의–응답 쌍 생성

의 일관성과 정밀성을 보장하는 데 핵심적인 역할을 수행한다. 

이를 통해 정확한 거리 측정과 명확한 객체 참조가 가능해지며, 

DistVQA에서 거리 추론 성능을 평가하는 데 필수적인 기반을 

제공한다.

[Fig. 2] Overview of (a) dataset generation tool and (b) a representative example from the DistVQA-VK2. The dataset generation tool 

provides RGB images and instance segmentation images depending on the selected mode. When an object is selected, the tool displays 

the object class name, image coordinates, and camera coordinates of the selected point. Additionally, if two objects are specified, the 

tool calculates and displays the distance between them in meters. The sample data generated using this tool includes a distance-related 

question, an answer, segmentation masks, and keypoints. Each keypoint is defined according to the chosen distance metric: as the 

centroid of a segmentation mask for center-to-center distance, or as the nearest pair of points between two masks for minimum 

surface-to-surface distance, in camera coordinates
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4. 프레임워크

4.1 프레임워크 개요

제안된 DIF는 [Fig. 1]에서 보이는 것과 같이 다음의 네 가지 

핵심 구성 요소로 이루어져 있다: (1) 실측 깊이 추정기(Metric 

Depth Estimator, MDE) 및 카메라 초점 거리 추정기(Focal 

Length Estimator, FLE), (2) 소규모 언어 모델(Small Language 

Model, SLM), (3) 객체 분할 모듈(Object Segmentation Module, 

OSM) 그리고 (4) 거리 계산 모듈(Distance Calculation Module, 

DCM). 각각의 구성 요소는 질의에서 언급된 두 객체 간의 거리

를 추정하는 데 있어 특정한 역할을 수행한다. 

이미지와 자연어 질의가 주어지면, MDE/FLE 모듈은 먼저 

단안 RGB 입력으로부터 깊이 맵과 카메라의 초점 거리를 추

정한다. 이러한 기하학적 정보는 이후 단계에서 정확한 거리 

계산을 위해 필수적이다. 동시에 SLM은 질의를 분석하여 관

심 대상이 되는 두 객체에 해당하는 클래스 이름을 추출한다. 

추출된 객체 클래스는 OSM에 전달되며, OSM은 개방 어휘

(Open-Vocabulary) 기반 객체 검출 및 분할 기법을 활용하여 이

미지내에서 해당 객체 영역을 검출하고 분할한다.

객체 분할 마스크가 얻어진 후, DCM은 앞선 모듈에서 얻은 

깊이 맵, 추정 초점 거리, 그리고 분할 마스크 영역의 이미지 좌

표를 활용하여 카메라 좌표계상에서 두 객체 간의 3차원 유클

리드 거리를 계산한다. 이 최종 단계를 통해 시각적 질의로부터 

정량적 공간 답변에 이르는 파이프라인이 완성된다.

나아가 사전 학습된 모델을 활용하는 DIF 모듈들은 추가적

인 학습 없이 파라미터를 고정(Frozen)된 상태로 동작하며, 

Verifier와 DCM과 같이 사전 학습 모델에 의존하지 않는 모듈

들은 직접 설계되었다. 이러한 모듈형 아키텍처는 라벨링 데이

터가 부족하거나 모델의 미세조정이 어려운 환경에서도 별도

의 학습 없이 동작이 가능하도록 한다.

4.2 실측 깊이 추정기 및 카메라 초점 거리 추정기

MDE/FLE 모듈은 정확한 거리 계산에 필요한 기하학적정보

를 제공한다. 단일 단안 RGB 이미지가 주어졌을 때, 이 모듈은 

동시에 깊이 맵 예측과 카메라 초점 거리를 추정한다. 이러한 

결과물들은 이미지 픽셀을 3차원 카메라 좌표계로 변환하고 

객체 간의 실측 거리를 계산하는 데 필수적이다.

본 프레임워크에서는 사전 학습된 Depth Pro[11]와 UniDepth 

V2[12] 두가지 모델을 MDE/FLE 후보군으로 삼았다. 이러한 선

택은 두 모델이 공통적으로 지니는 두 가지 핵심 장점에 기반한

다. 첫째, 기존 방법들이 주로 실측 깊이 맵 예측 혹은 초점 거리 

추정 중 하나에만 집중한 반면, Depth Pro와 UniDepth V2는 단

일 모델 내에서 두 과제를 동시에 수행한다. 이와 같은 통합은 

시스템 아키텍처를 단순화하고 별도의 보정 절차나 모델 간 조

정의 필요성을 제거한다. 깊이 맵 예측과 초점 거리 추정은 개

념적으로 독립적이며 별도의 모듈로 구현할 수도 있으나, 본 연

구에서는 편의성과 일관성을 위해 두 속성을 동시에 예측할 수 

있는 위 두 모델을 후보군으로 채택하였다. 둘째, 두 모델은 다

수의 공개 벤치마크에서 제로샷(Zero-Shot) 실측 깊이 맵 예측

에 대해 우수한 성능을 달성하였으며, 미세조정 없이도 강력한 

일반화 성능과 실용성을 보여주었다[11,12].

Depth Pro는 이중 분기 구조를 사용하여 깊이 맵 예측과 카

메라 초점 거리 추정을 동시에 수행한다. 상위 분기는 입력된 

고해상도의 이미지를 여러 해상도로 다운샘플링한 뒤 특징 추

출을 진행하고 이를 Dense Prediction Transformer (DPT)[15] 디

코더로 복원하는 과정을 통해 깊이 맵 예측을 수행하고, 하위 

분기는 별도의 이미지 인코더와 경량 합성곱 헤드를 통해 초점 

거리 추정을 수행한다.

UniDepth V2는 Vision Transformer (ViT)[16] 기반 인코더를 

통해 입력 이미지로부터 임베딩을 추출하고, 이를 다중 스케일 

크로스 어텐션(Multi-scale Cross-Attention)을 거쳐 다중 해상도 

특징으로 변환한다. 이렇게 얻어진 특징들은 Feature Pyramid 

Network (FPN)[17] 기반 디코더에서 점진적으로 업샘플링되어 

최종 깊이 맵을 예측한다. 동시에 카메라 모듈은 입력 이미지로

부터 장면 수준의 카메라 임베딩을 추정하고, 이를 활용하여 초

[Fig. 3] An algorithm for dataset generation
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점 거리를 포함한 카메라 파라미터를 산출한다. 이때 산출된 카

메라 임베딩은 FPN 디코더와의 다중 스케일 크로스 어텐션 과

정에도 제공되어, 깊이 예측과 카메라 파라미터 추정이 상호 보

완적으로 이루어지도록 한다.

4.3 소규모 언어 모델

SLM 모듈은 질의를 입력으로 받아 퓨샷(Few-Shot) 프롬프

팅을 통해 해당 질의에서 명시된 두 객체의 클래스를 추출한다. 

출력되는 객체 클래스는 단순히 사물의 이름에 국한되지 않고 

형용사와 같은 수식어(예: “White Ban”)를 포함할 수 있으며, 

이는 OSM에서 보다 정밀한 객체 분할을 가능하게 한다. 프롬

프트는 관사(“a”, “an”, “the”)를 생략하는 규칙, 출력 형식 및 기

타 제약 조건을 정의하는 일반 지침과 함께, 예시 질의–객체 클

래스 쌍을 포함하도록 구성되며 이러한 방식은 입력받은 질의

를 주어진 패턴과 정렬시켜 의도된 객체 클래스를 안정적으로 

추출할 수 있게 한다. 추출된 클래스는 후속 단계로 전달되어 

이미지 내 대응 객체의 검출 및 분할에 활용된다.

본 프레임워크에서는 사전 학습된 Qwen2.5-0.5B-Instruct[18] 

모델을 SLM으로 사용하였다. 이 모델은 자연어 지침을 따르고 

구조화된 출력을 생성하는 데 강점을 지니고 있어, 정확하고 형

식 일관적인 객체 클래스 추출에 적합하다. 추가적으로 언어적 

추론을 전용 모듈에 분리함으로써, 본 프레임워크는 다양한 유

형의 질의에 대해 일반화 가능성을 확보하면서도 시각 처리 파

이프라인의 모듈성 및 명확성을 유지할 수 있다.

4.4 객체 분할 모듈

OSM 모듈은 단안 RGB 이미지와 SLM에서 출력된 두 

객체의 클래스를 입력으로 받아 두 객체 분할 마스크(Object 

Segmentation Mask)를 출력하기 위한 다음의 세 가지 요소로 

구성되어 있다. (1) 개방 어휘 객체 탐지 모델(Open-Vocabulary 

Object Detection Model, ODM), (2) 검증기(Verifier), (3) 이미

지 분할 모델(Visual Segmentation Model, VSM). 우선 ODM은 

이미지와 객체 클래스를 입력받아 해당 클래스의 바운딩 박스

를 출력한다. 이때 해당 모델의 개방 어휘 특성으로 인해 사전

에 학습되지 않은 다양한 객체 클래스에 대해서도 검출이 가능

하다. 이후 자체 구현한 검증기를 통해서 검출된 바운딩 박스가 

동일 객체를 가리키는 중복 결과가 아닌지, 혹은 두개를 초과한 

바운딩 박스가 검출된 것은 아닌지 확인한다. 전자의 경우에는 

중복된 영역을 잘라낸 이미지를 생성한 뒤 해당 이미지를 

ODM의 입력으로 다시 넣어 새로운 바운딩 박스를 생성한다. 

후자의 경우에는 바운딩 박스의 신뢰 점수(Confidence Score)

를 기준으로 상위 두개의 바운딩 박스만을 남긴다. 마지막으로 

검증기를 통과한 두 바운딩 박스를 VSM의 입력으로 넣어 해당 

바운딩 박스내 객체의 세부적인 객체 분할 마스크를 출력한다.

본 프레임워크에서는 개방 어휘 객체 탐지를 지원하는 모델

들 중 사전 학습된 Florence-2[19]와 Grounding DINO[20] 두 가지 

모델을 ODM 후보군으로, 사전 학습된 Segment Anything Model 

2 (SAM2)[21]를 VSM으로 사용하였다.

Florence-2는 시퀀스-투-시퀀스(Sequence-to-Sequence) 아

키텍처를 채택하며, Dual Attention Vision Transformer (DaViT) 

[22] 이미지 인코더와 트랜스포머 기반 멀티모달 인코더-디코더

로 구성된다. DaViT 인코더는 공간적 어텐션과 채널 차원의 어

텐션을 병렬적으로 통합하여 이미지의 지역적 특징과 전역적 

특징을 효과적으로 포착한다. 이미지는 일련의 비주얼 토큰으

로 인코딩되며, 이는 객체 클래스를 의미하는 프롬프트 토큰과 

결합된 후 트랜스포머 레이어를 거쳐 바운딩 박스나 영역별 캡

션과 같은 구조화된 출력을 생성한다. 이러한 여러 토큰의 통합

은 Florence-2가 자연어 프롬프트를 기반으로 유연한 개방 어

휘 객체 탐지를 수행할 수 있도록 한다.

Grounding DINO는 Detection Transformer (DETR)[23]를 활

용한 DETR with Improved deNoising anchOr boxes (DINO)[24]

를 통해 객체 클래스 이름이나 지시적 표현(Referring Expression)

과 같은 인간 언어 입력에 따라 임의의 객체를 탐지할 수 있다. 

이 모델은 이미지와 텍스트 특징을 융합하는 특징 향상 모듈, 

관련 영역을 효과적으로 선택하기 위한 언어 기반 질의 선택 메

커니즘, 그리고 이미지와 텍스트 어텐션 레이어를 통합한 크로스 

모달리티 디코더를 활용하여 정확한 바운딩 박스 예측을 수행

한다. 또한 이 모델은 강력한 일반화 성능을 보여주며, 다양한 

제로샷 탐지 벤치마크에서 최첨단 성능을 달성한 바 있다[20].

SAM2는 프롬프트 기반 객체 분할을 지원하는 트랜스포머 

기반 아키텍처를 갖추고 있다. 입력된 이미지는 먼저 이미지 인

코더를 통해 다중 해상도의 특징을 추출한다. 이 과정에서 메모

리 어텐션 메커니즘은 이미지 전역의 특징을 참조하여 지역 간 

맥락 정보를 통합함으로써 객체 구조의 일관성을 유지한다. 이

후 바운딩 박스와 같은 시각적 프롬프트가 주어지면, 마스크 디

코더가 프롬프트와 인코딩된 특징에 동시에 어텐션을 수행하

여 고품질의 분할 마스크를 생성한다. 이러한 구조는 SAM2가 

적은 학습으로도 정밀한 객체 경계를 산출하고, 보지 못한 객체 

유형에 대해서도 강력한 일반화 성능을 발휘할 수 있도록 한다.

4.5 거리 계산 모듈

DCM 모듈에서는 MDE/FLE에서 얻은 깊이 맵과 추정 초점 

거리, OSM에서 얻은 객체 분할 마스크를 이용하여 두 객체 간

의 물리적 거리를 계산한다. 이때 사용되는 카메라의 내재 파라

미터 행렬 �는 아래의 식과 같다.
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




















 (1)

여기서   
는 추정된 초점 거리이며, 이미지의 왜곡이 

없다는 가정하에 이미지의 너비 와 높이 를 기반으로 한 

주점(Principal Point) 좌표는  



,  




이다. 

객체 번호 ∈ 에 대해, 각 객체의 객체 분할 마스크 

의 키포인트의 이미지 내 픽셀 좌표 
 와 해당 지점의 깊

이 값 를 이용하여 카메라 좌표계 상의 객체의 위치 

 는 아래의 식과 같이 계산되며 이들 간의 공간적 관계

는 [Fig. 4]로 설명된다.
















 














 (2)

여기서 키포인트의 계산은 어떤 거리 정의를 사용하는가에 따

라 달라진다. 중심 간 거리의 경우, 키포인트는 객체 분할 마스

크 의 중심점(centroid)로 계산한다. 표면 간 최소 거리의 경

우, 키포인트는 두 객체의 분할 마스크 , 에 포함된 점들 중 

카메라 좌표계상에서 서로 가장 가까운 점으로 계산한다. 이때 

예측 마스크 경계 영역에서 발생할 수 있는 노이즈를 줄이기 위

해, 마스크의 얇은 가장자리 부분은 제거한 뒤 카메라 좌표계로 

변환하여 각각 , 개의 3차원 좌표 집합을 얻는다. 이후 

개의 좌표로 k-d Tree를 구축하고, 나머지 개의 점 각각에 대

해 최근접 이웃을 질의하여 최소 거리를 탐색한다. 이렇게 얻어

진 후보 쌍들 중 가장 짧은 거리의 점 쌍이 최종 키포인트로 선

택된다. 이 과정은 모든 점 쌍을 직접 비교하는 단순 탐색의 시

간복잡도  
에 비해,   log

 log
의 시

간복잡도로 계산 효율성을 크게 개선한다.

마지막으로, 키포인트 좌표를 이용해 두 객체 간의 물리적 

거리는 아래의 식과 같이 3차원 유클리드 거리 식을 통해 계산

된다.





 (3)

5. 실험 및 결과

5.1 평가 지표

구축한 벤치마크 데이터세트에서 DIF의 성능을 평가하기 

위해서는 질문에서 언급된 객체를 올바르게 탐지하였는지 여

부와 거리 추정의 정확도를 평가할 수 있는 평가 지표들이 필요

하다. 이를 위해 다음과 같은 세 가지 평가지표를 정의하였다: 

(1) 두 객체의 올바른 위치 추정을 평가하는 QLA (Queried- 

object Localization Accuracy), (2) 객체 위치 추정과 거리 추정

의 정확도를 동시에 평가하는 DVA (DistVQA Accuracy), (3) 

두 객체가 정확히 위치 추정된 경우에 한해 거리 추정의 정확도

를 평가하는 CDA (Conditional Distance Accuracy).

QLA는 질의에서 언급된 두 객체가 이미지 내에서 올바르게 

위치 추정되었는지를 평가하기 위해 다음과 같이 정의된다. 





∑ 

 




 





 (4)

각 객체는 예측된 분할 마스크와 정답 마스크 사이의 IoU 

(Intersection over Union)가 사전에 정의된 임계값 
을 

초과할 경우 올바르게 위치 추정된 것으로 간주된다. 이때 

객체 탐지 분야에서 널리 사용되는 IoU 임계값인 
 ∈ 

   를 사용하였다[26].

위 식 (4)에서 과 는 각각 전체 질의응답 쌍의 수와 번째 

쌍의 인덱스를 나타낸다. 와 는 번째 질문에서 언급된 

두 객체의 OSM 모듈에 의해 예측된 각각의 분할 마스크에 해

당하며 와 는 실제 정답에 해당되는 분할 마스크이고 



는 다음과 같이 정의된다.



   i f IoU  ≥ 



 i f IoU   


(5)

   ∩∪ (6)

[Fig. 4] Geometry of pinhole camera model used in DCM 

module[25]
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QLA는 객체 탐지 분야에서 흔히 사용되는 IoU 기반의 True 

Positive 판별 기준을 채택하지만, mAP (mean Average Precision)

나 AR (Average Recall)과 같은 기존 지표들과는 범위와 해석

에서 근본적으로 다르다. 기존 지표들은 이미지 내 가능한 모든 

객체 인스턴스에 대한 탐지 성능을 평가하며, 신뢰도 점수와 

IoU를 기반으로 다수의 예측을 집계한다. 반면 QLA는 True 

Positive나 False Positive들의 개수나 분포를 고려하지 않고, 질

의에서 언급된 특정 두 객체가 각각 해당 정답 마스크에 대해 

IoU 임계값을 만족하는지만 판별한다. 이러한 샘플 단위의 이

진 판단은 QLA를 질의된 객체의 정확한 위치 추정 여부만을 

검증하는 과제 특화 지표로 만든다. 이는 거리 추정을 평가하기 

전에 반드시 선행되어야 하는 단계이다.

DVA는 다음의 식 (7)과 같이 정의된다. DIF의 예측이 올바

르다고 간주되기 위해서는 두 객체가 모두 정확히 위치 추정되

고, 동시에 예측된 거리가 사전 정의된 상대 오차 임계값을 만

족해야 한다. 이는 DIF가 질문과 무관한 객체 쌍에 대해 거리를 

예측하여 우연히 정답과 유사한 값을 산출하는 경우를 걸러낼 

필요가 있기 때문이다.
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위 식 (7)에서 와 는 각자 DCM에서 계산된 두 객체 간의 

거리와 실제 거리에 해당하며,  
는 다음과 같이 정의된다.



 











 i f max 






  ≤ 

 i f max 






   

(8)

식 (8)에서 max 항은 예측 거리와 실제 거리 간의 상대 오차

를 측정하며,  로 허용 가능한 정확도의 임계값을 정

의한다[27]. 즉, 상대오차가 보다 작거나 같으면 정답으로 평

가하며 보다 크면 오답으로 처리한다. 이 평가 방식은 객체 

거리 추정 분야에서 일반적으로 사용되며, ∈ 의 값

이 흔히 사용된다[3-5].

CDA는 다음의 식 (9)와 같이 정의되며 두 객체가 모두 정확

히 위치 추정된 경우에 한해 DIF의 거리 추정 성능을 정량화 한

다. 이를 통해 객체 위치 추정 실패의 영향을 배제하고, 거리 추

정 성능만을 고립시켜 평가할 수 있다.
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이 지표는 DVA를 QLA로 나눈 값으로 정의되며, DVA가 전

체 Task 수행 성공을 포착하는 반면, CDA는 위치 추정이 성공

한 이후의 DIF의 동작에만 초점을 맞춘다. 분모인 QLA는 일반

적으로 0보다 크며, 만약 0이라면 이는 데이터세트 내 모든 질

문에 대해서 객체 위치 추정에 실패했다는 의미가 되므로, 평가 

지표로써 의미 있는 상황으로 간주되지 않는다.

결과적으로 QLA, DVA, CDA ∈ 로 0과 1사이의 값을 가

지며 1에 가까울수록 성능이 우수함을 의미한다. 또한 
가 클

수록 그리고 가 작을수록 보다 엄밀한 성능 평가를 하게 된다.

5.2 실험 결과 및 논의

구성 모듈별 효과를 체계적으로 분석하기 위해, SLM은 

Qwen2.5-5B-Instruct, VSM은 SAM2, 그리고 DCM은 통제변인

으로 고정하고, MDE/FLE와 ODM 모듈만을 조작변인으로 설

정하였다. 네 가지 모델 구성을 평가하였으며, 각각은 MDE/ 

FLE와 ODM의 조합으로 정의된다: ① Depth Pro + Florence-2, 

② Depth Pro + Grounding DINO, ③ UniDepth V2 + Florence-2, 

④ UniDepth V2 + Grounding DINO. 이를 통해 MDE/FLE와 

ODM 선택이 전체 성능에 미치는 영향을 분석할 수 있다.

QLA는 객체 탐지 분야에서 널리 사용되는 IoU 임계값 


 ∈    에 대하여 평가하였으며 DVA와 

CDA 역시 동일한 IoU 임계값 
에서 상대 오차 임계값 조

합과 함께 평가하였다.

[Table 1]은 Florence-2 및 Grounding DINO 두 ODM 모델에 

대해 서로 다른 
 조건에서의 QLA 결과를 보여준다. QLA는 

거리 추정을 고려하지 않기 때문에 OSM 모듈의 성능만으로 결

정된다. 모든 설정에서 VSM은 SAM2로 고정되어 있으므로, 

QLA의 변화는 전적으로 ODM의 차이에 기인한다. 
가 감

소함에 따라 QLA 성능은 향상되며, 이는 두 객체 모두에 대한 

IoU 임계값을 충족하는 것이 상대적으로 쉬워지기 때문이다. 

가장 엄격한 조건(
 )에서 DIF는 Florence-2를 활용한 

경우 0.43, Grounding DINO를 활용한 경우 0.46의 정확도를 보

였다. 반면 가장 완화된 조건(
 )에서는 Florence-2가 

0.75, Grounding DINO가 0.87의 정확도를 달성했다. 따라서 

Florence-2보다 Grounding DINO를 DIF의 ODM 모듈로 활용

하였을 때, QLA 성능이 전반적으로 우수함을 확인할 수 있다.
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[Table 2]는 네 가지 모델 구성을 대상으로, 서로 다른 
 조

건과 가장 엄격한 상대오차 임계값 조건(    )에서 

중심 간 거리와 표면 간 최소 거리에 따른 DVA 결과를 보여준

다. 이를 통해 MDE/FLE와 ODM이 성능에 미치는 영향을 비교

할 수 있다. 구성 ①과 ②, 구성 ③과 ④의 성능을 비교하였을 때, 

QLA와 마찬가지로 Florence-2 보다 Grounding DINO를 사용

한 경우 DVA 성능이 전반적으로 향상됨을 확인할 수 있다. 

또한 구성 ①과 ③, 구성 ②와 ④의 성능을 비교하였을 때, 

DepthPro보다 UniDepth V2에서 DVA 성능이 전반적으로 향상

됨을 확인할 수 있다. 따라서, Grounding DINO와 UniDepth V2

를 조합한 구성④가 가장 우수한 성능을 보이고 Florence-2와 

DepthPro를 조합한 구성①이 가장 낮은 성능을 보인다. 추가적

으로, 중심 간 거리와 비교했을 때 표면 간 최소 거리 기반의 경

우 일반적으로 정확도가 낮게 나타났다. 이는 표면 간 최소 거

리 계산 시 대부분의 키포인트가 마스크의 가장자리에 위치하

게 되며, 예측된 마스크가 실제 마스크와 완전히 일치하지 않는 

이상 가장자리 영역에서 노이즈가 발생하고 일부 카메라 좌표

가 실제 객체를 벗어날 수 있기 때문이다.

[Table 3]는 가장 우수한 성능을 보인 구성 ④를 서로 다른 


 조건과  조건에서 중심 간 거리와 표면 간 최소 거리에 따

른 DVA 결과를 보여준다. 가장 엄격한 조건(


   )

에서는 중심 간 거리와 표면 간 최소 거리 각각에 대해 0.46, 

0.43의 성능을 보인다. 가장 완화된 조건(


   )에

서는 중심 간 거리와 표면 간 최소 거리 각각에 대해 0.87, 0.83

의 성능을 보인다. 이는 
가 낮아지고 가 증가함에 따라 

평가 기준이 점차 완화되어 DVA 점수가 상승하는 경향을 

반영한다.

[Table 4]는 구성 ④를 서로 다른 
 조건과  조건에서 중

심 간 거리와 표면 간 최소 거리에 따른 CDA 결과를 보여준다. 


가 커질수록 정답 마스크와 충분히 일치하는 예측만 평가

에 포함되어 위치 정밀도가 높아지고, 가 커질수록 거리 오차 

허용이 넓어져 전반적으로 CDA 점수가 상승한다. 한편, CDA

는 모든 경우에 대해서 0.82 이상의 값을 보이며, 중심 간 거리

의 경우에는 모든 조건에서 1의 성능을 보인다. 이는 UniDepth 

V2가 제공하는 정밀한 카메라 좌표 추정 덕분으로, 객체 위치 

추정을 올바르게만 한다면 높은 확률로 올바른 거리 값을 추정

한다고 볼 수 있다.

[Table 1] QLA at different IoU threshold 
 for DIF with 

Florence-2 and Grounding DINO. As 
 decreases, the 

localization task becomes less restrictive, leading to a higher 

success rate in matching both queried objects


 Florence-2 Grounding DINO

0.95 0.43 0.46

0.9 0.63 0.76

0.75 0.74 0.87

0.5 0.75 0.87

[Table 2] DVA at different IoU threshold 
 and relative error 

threshold       for four configurations. Con-

figuration ④ (UniDepth V2 with Grounding DINO) achieves 

the highest accuracy among all tested settings




Center-to-Center Distance
Minimum

Surface-to-Surface Distance

① ② ③ ④ ① ② ③ ④

0.95 0.35 0.38 0.43 0.46 0.38 0.39 0.41 0.43

0.9 0.46 0.53 0.64 0.76 0.47 0.56 0.55 0.62

0.75 0.53 0.59 0.74 0.87 0.5 0.6 0.62 0.72

0.5 0.53 0.59 0.75 0.87 0.51 0.6 0.63 0.72

[Table 3] DVA at different IoU threshold 
 and relative error 

threshold  values for configuration ④ (UniDepth V2 with 

Grounding DINO). The evaluation becomes less restrictive as 


 decreases and  increases, leading to higher DVA scores




Center-to-Center Distance
Minimum

Surface-to-Surface Distance 

=1.25 =1.252 =1.253 =1.25 =1.252 =1.253

0.95 0.46 0.46 0.46 0.43 0.43 0.44

0.9 0.76 0.76 0.76 0.62 0.7 0.72

0.75 0.87 0.87 0.87 0.72 0.81 0.83

0.5 0.87 0.87 0.87 0.72 0.81 0.83

[Table 4] CDA at different IoU thresholds 
 and relative 

error thresholds  values for configuration ④ (UniDepth v2 

with Grounding DINO). As 
 increases, only predictions 

with segmentation masks closely matching the ground truth are 

considered, which favors more precise localization. At the same 

time, larger  values allow a wider tolerance for distance 

errors. These two factors together explain why CDA scores rise 

with higher 
 and . It is also noteworthy that CDA remains 

at 1 across all settings when using center-to-center distance, 

highlighting UniDepth v2’s robustness in distance estimation 

once object localization is correct




Center-to-Center Distance
Minimum

Surface-to-Surface Distance 

=1.25 =1.252 =1.253 =1.25 =1.252 =1.253

0.95

1

0.93 0.93 0.96

0.9 0.82 0.92 0.95

0.75 0.83 0.93 0.95

0.5 0.83 0.93 0.95
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[Fig. 5]는 중심 간 거리와 표면 간 최소 거리를 기준으로, 정

답과 모델의 예측값을 비교한 정성적 사례들을 보여준다. 정답

에 해당하는 객체 분할 마스크와 키포인트들은 빨간색으로, 예

측된 객체 분할 마스크와 키포인트들은 초록색으로 시각화 되

었다. 이때 정답 객체 분할 마스크와 예측 객체 분할 마스크가 

서로 겹쳐지는 영역은 노란색으로 시각화 되었다. 중심 간 거리

의 경우 정답과 예측 키포인트의 이미지 좌표가 매우 유사하기 

때문에 두 직선이 겹쳐 하나의 선으로 보인다. 반면, 표면 간 최

소 거리는 정답과 예측 키포인트 좌표 간의 차이가 다소 발생하

여 두 개의 직선이 구분되는 것을 확인할 수 있다.

6. 결  론

본 연구에서는 시각 질의 응답과 객체 거리 추정을 통합하는 

새로운 Task를 제안하였다. 이를 위해 벤치마크 데이터세트를 

제작하고 질의 응답과 거리 추정 성능을 함께 고려하여 평가하

는 새로운 평가지표들을 제시하였다. 또한, 비학습 프레임워크

를 제안하고 성능 평가를 실시하여 위 Task를 위한 기준 성능을 

마련하였다. 이를 통해 본 연구에서 제안한 프레임워크가 단안 

RGB 이미지로부터 객체 간 거리를 성공적으로 추정할 수 있음

을 확인하였다.

이러한 프레임워크는 단안 카메라만을 사용하는 이동 로봇에 

활용 가능할 것으로 예상되며, 특히 드론 시스템에 적용될 경우, 

착륙 가능 영역 판단, 협소한 공간 내 장애물 회피, 목표 지점 주

변의 구조물 간 거리 파악과 같이 시각과 공간 정보를 복합적으

로 처리할 수 있는 기반 기술로 활용될 수 있을 것으로 기대된다.

또한, 본 프레임워크는 이미지 내 모든 픽셀에 대한 카메라 

좌표를 획득할 수 있기 때문에, 향후에는 객체 간 거리 추정에 

국한되지 않고 사용자가 정의한 임의의 거리 정보를 질의할 수 

있도록 시스템을 확장할 계획이다. 예를 들어, 건물의 높이나 

공의 지름과 같은 다양한 정량적 물리 정보를 질문-응답 형식

으로 추론할 수 있다. 이러한 확장을 통해 본 프레임워크의 적

용 범위를 다양한 물리적 거리와 크기의 추론 문제로까지 넓힐 

수 있을 것으로 기대된다.
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