
1. 서  론

일반적으로 로봇을 제어할 때 사용되는 선형제어는 로봇을 

선형 시스템으로 가정하여 나머지 요소를 고려하지 않고 이루

어지기 때문에 비선형성이 강한 로봇은 선형제어로 제어하기

에 만족할 만한 성능을 얻기 힘들다[1]. 강인 제어는 시스템의 

불확실성을 보완하는 비선형 제어 기술로 로봇을 제어할 때 

높은 성능을 보인다. 슬라이딩 모드 제어는 간단한 구조로 인

해 자주 사용되는 강인제어방법 중 하나이다[2]. 이 제어 방법

은 게인 값을 크게 증가시키는 것으로 제어 대상의 동특성을 

정확히 알지 못해도 사용할 수 있지만 부호 함수와 높은 제어

게인으로 인해 떨림 현상인 채터링(chattering)이 발생한다[3]. 

이를 해결하기 위해 1997년 Moura 와 Olgac가 제안한 슬라이

딩 섭동 관측기를 결합한 슬라이딩 모드 제어기(Sliding Mode 

Control with Sliding Perturbation Observer, SMCSPO)는 시스

템의 비선형성과 외란을 추정하고 보상하여 작은 제어 게인으

로 안정적인 제어를 가능하게 한다[4]. 이 강인제어기는 기존의 

채터링 문제를 해결할 뿐만 아니라 추정된 상태들을 다양한 

방면으로 활용할 수 있다는 장점도 있다[5,6]. 여기서 포화함수

의 경계 값과 시스템의 보정 값 등을 제외한 제어시스템을 구

성하는데 필요한 여러가지 제어게인들은 시스템 오차방정식

을 0으로 수렴하기 위해 주어지는 목표 고유값인 극점을 파라

미터로 사용하여 한 번에 결정될 수 있다. 보통 이 파라미터는 

낮으면 섭동의 추정성능이 감소하고 높으면 채터링을 유발하

는 등 관측기와 제어기의 성능에 직접적인 영향을 주며, 시행

착오적인 방법을 통해 결정하기 때문에 최적으로 선정하기에 

Q-Learning을 사용한 로봇팔의 SMCSPO 게인 튜닝

Gain Tuning for SMCSPO of Robot Arm with 

Q-Learning

이 진 혁1
․김 재 형2

․이 민 철†

JinHyeok Lee1, JaeHyung Kim2, MinCheol Lee†

Abstract: Sliding mode control (SMC) is a robust control method to control a robot arm with nonlinear 

properties. A high switching gain of SMC causes chattering problems, although the SMC allows the 

adequate control performance by giving high switching gain, without the exact robot model containing 

nonlinear and uncertainty terms. In order to solve this problem, SMC with sliding perturbation observer 

(SMCSPO) has been researched, where the method can reduce the chattering by compensating the 

perturbation, which is estimated by the observer, and then choosing a lower switching control gain of 

SMC. However, optimal gain tuning is necessary to get a better tracking performance and reducing a 

chattering. This paper proposes a method that the Q-learning automatically tunes the control gains of 

SMCSPO with an iterative operation. In this tuning method, the rewards of reinforcement learning 

(RL) are set minus tracking errors of states, and the action of RL is a change of control gain to 

maximize rewards whenever the iteration number of movements increases. The simple motion test for 

a 7-DOF robot arm was simulated in MATLAB program to prove this RL tuning algorithm. The 

simulation showed that this method can automatically tune the control gains for SMCSPO.

Keywords: Robust Control, Reinforcement Learning, Q-Learning, Sliding Mode Control, Auto-Tuning

Received : Nov. 29. 2021; Revised : Jan. 23. 2022; Accepted : Mar. 9. 2022

※ This paper was supported by Korea Institute for Advancement of 

Technology (KIAT) grant funded by the Korea Government (MOTIE)

(P0008473, HRD Program for Industrial Innovation) and funded under 

�the Competency Development Program for Industry Specialists』 

of the Korean Ministry of Trade, Industry and Energy (MOTIE), 

operated by Korea Institute for Advancement of Technology (KIAT). 

(No. P0008473, The development of high skilled and innovative 

manpower to lead the Innovation based on Robot)

1. MS Course, School of Mechanical Engineering, Pusan National 

University, Busan, Korea (kkjs365@naver.com)

2. Ph.D Course, School of Mechanical Engineering, Pusan National 

University, Busan, Korea (11045kjh@naver.com)

† Professor, Corresponding author: School of Mechanical Engineering, 

Pusan National University, Busan, Korea (mclee@pusan.ac.kr)

CopyrightⓒKROS

Journal of Korea Robotics Society (2022) 17(2):221-229
https://doi.org/10.7746/jkros.2022.17.2.221 ISSN: 1975-6291 / eISSN: 2287-3961 221

https://crossmark.crossref.org/dialog/?doi=10.7746/jkros.2022.17.2.221&domain=http://jkros.org/&uri_scheme=http:&cm_version=v1.5


222   로봇학회 논문지 제17권 제2호 (2022. 6)

어려움을 겪는다. 제어게인 선정의 어려움을 해결하기 위해 

다양한 연구가 진행되었다. 2008년 Kuo 등이 Self-tuning 알고

리즘을 사용하여 SMC의 제어게인을 최적화하는 연구를 제안

하였다[7]. 이 방법은 추정된 상태를 이용하기 위해 더 복잡한 구

조를 가지는 SMCSPO에 적용하기에 한계가 있다. 2004년 You

가 유전알고리즘을 사용하여 SMCSPO의 제어게인을 최적화

하는 연구를 제안하였다[8]. 유전 알고리즘은 최적의 파라미터

를 찾는데 적합한 방법이지만, 많은 실험 데이터를 필요로 하

며, 프로그래밍을 통해 실험적으로 구현하기가 쉽지 않다.

강화학습(reinforcement learning, RL)은 에이전트의 경험을 

통해 기대보상이 최대가 되도록 하는 정책을 찾는 학습 방법

이다[9]. 이 방법은 로봇이 작업을 수행할 때 인공적인 지능을 

부여하여 비전데이터와 반력을 받아 부품을 조립할 수 있도록 

움직임을 판단하거나[10,11] 계산하기 어렵고 복잡한 형상을 가

진 로봇암의 역기구학 등을 계산할 수 있게 한다[12]. 제어 분야

에도 강화학습을 접목한 연구가 진행되고 있다. 위치와 속도 

등의 로봇의 상태를 입력으로 받아서 직접적으로 제어신호를 

출력하는 강화학습 모델이 연구되었다[13]. 설계자가 직접 제

어대상과 환경에 따라 모델링하고 제어알고리즘을 선택하여 

적용하는 다른 방법에 비해 이 방법은 강화학습 알고리즘을 

적용시켜 학습이 완료되면 로봇이 자동으로 최적의 추종성능

을 가질 수 있게 된다. 또 다른 알고리즘으로 기존의 제어기를 

사용하면서 강화학습 모델이 간접적으로 간섭하여 자동으로 

제어기의 제어게인을 설정하는 알고리즘도 존재한다[14].

강화학습 알고리즘 중 Q-learning은 기초적인 강화학습알

고리즘으로 배열형태의 Q-table을 통해 가치에 따른 정책을 결

정하며, 간단한 구조로 인해 구현하기 쉽다는 장점이 있다[15]. 

본 연구에서는 Q-learning을 사용해 로봇팔을 제어하기위한 

SMCSPO의 제어게인을 튜닝하는 알고리즘을 제안한다. 로봇

이 반복적으로 움직일 때 마다 추종오차를 최소화할 수 있도

록 Q-learning이 학습하여 자동으로 SMCSPO의 제어게인을 

튜닝할 수 있게 하였고, 시뮬레이션을 통해 알고리즘이 로봇

제어에 적합한지를 검증하였다. 

본 논문은 다음과 같이 구성된다. 2장에서는 기존의 SMCSPO

에 대한 내용을 간단하게 요약하였으며, 3장에서는 반복동작

과 강화학습을 이용한 제어게인 튜닝 알고리즘 이론을 설명한

다. 가상 7축 로봇의 MATLAB과 Simulink를 사용한 시뮬레이

션 환경을 4장에서 구성하고, 시뮬레이션 결과를 5장에서 분

석하였다. 마지막으로 6장에서 결론을 정리한다.

2. SMCSPO

SMCSPO는 슬라이딩 표면을 따라 부호함수로 제어되는 

기존의 Sliding Mode Control (SMC)와 불확실성 및 외란과 

같은 섭동 및 상태를 추정하는 Sliding Perturbation Observer 

(SPO)를 결합하여 SMC의 채터링 문제를 보완하는 방법이다
[4]. SMCSPO를 설명하기 위해 Lagrangian-dynamics[5,16]를 사

용하여 식 (1)과 같이  자유도 다관절로봇암의 동역학 모델

식을 정의하고, 축의 회전각도를 식 (2)와 같이 정의하면 식 

(3), 식 (4)와 같이 유도된다, 
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여기서,   ⋯ 으로 상태 는 엔코더로 측정한 로봇의 

축의 각도이다.  ,   , 는 축의 관성

항, 코리올리 힘과 원심력, 중력을 나타내는 선형성분을 나타

내며,  ,   , 는 각각의 비선형 항요

소를 분리한 항과 파라미터 추정오차로 발생하는 항의 합으로 

나타낸다. 제어입력 는 구동부에서 발생하는 구동토크, 는 

외란을 의미한다. 본 논문에서는 에 대한 링크의 동역학 식 

(3)을 SMCSPO를 사용하기 위한 식 (4)로 적용 가능하며, 일반

적으로 구하기 어려운 비선형, 불확실성 요소들을 제외하면 


   는 시스템 항  

으로, 
 는 제어 입력 항 

  



로 정의할 

수 있다. 직접 동역학을 계산하지 않고 신호압축법 등의 시스

템 규명 방법을 통해 대략적인 선형요소  와 

를 얻을 수 있다[5]. 여기서 각 요소에 대한 비선형 항과 불확실성, 

외란 등의 항을 섭동항으로 표현하면 식 (6)과 같이 정의된다. 
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정의한 섭동을 추정해 낼 수 있으면 보상되지 못한 불확실

성과 외란을 한 번에 제어기에 보상할 수 있다[4].
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식 (4)에서 선형요소인  
  



는 SPO의 

구조를 단순화하기 위해 새로운 제어 변수 와 임의의 상수 

의 곱으로 치환하여 식 (7)과 같이 변환할 수 있다. 그리고 세 

번째 상태 를 정의한다. 는 시스템의 섭동을 추정하기 위

한 상태로 물리적인 의미를 나타내지는 않는다. , , 와 

섭동 는 SPO를 사용하여 추정할 수 있으며 다음과 같다[4].
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여기서, ‘’와 ‘’는 각각 추정값과 추정오차를 의미한다. 양

의 상수 , , , 는 와 함께 사용자가 설정할 파라

미터들로 의 추정오차 


가 0이 되도록 유도하

며 SPO의 성능에 직접적인 영향을 준다. 식 (9), 식 (10)에서의 

은 포화함수로 식 (13)과 같다.
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식 (13)의 포화함수 는 기존의 Sliding Observer (SO)[17]

에서 부호함수를 대체하는 포화함수이다. SO의 부호함수는 

추종오차 가 0에 근접할 때 게인이 크다면 추정상태에 큰 

변화량을 유발해 채터링을 발생시키게 된다. 하지만 포화함수

는 가 0에 근접할 때 적은 변화량을 유도하기 때문에 이 문

제를 해결할 수 있다. 여기서, 는 SPO에서 사용되는 포화함

수의 경계층이다. 이 SPO를 기존의 SMC에 적용하기 위해 실

제 상태를 추정된 상태로 대체함으로써 다음과 같은 슬라이딩 

평면을 얻는다[4].
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여기서, 는 에 대한 목표 각도이다. 식 (14)에서 추정 슬

라이딩 표면 는 각도를 목표 각도로 이동시키기 위해 0으로 

수렴해야 한다. 식 (15)는 가 0에 구속될 수 있도록 하는 

switching function이다. 식 (16)은 식 (13)과는 반대로 슬라이

딩 평면의 추정값에 대한 포화함수로, 는 SMC에 대한 포화

함수의 경계층이다. 다음으로 제어입력 를 얻기 위해 를 

계산한다[4].
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식 (17)을 통해 를 구하고, 
를 정리한 식 (18)을 통해 

제어 입력 벡터    ⋯ 를 얻을 수 있다. 여기서   

은 열벡터,     ×
를 의미한다. 관측기와 제어기의 

안정도를 확인하기 위해 식 (9)에서 식 (11)까지의 추정값과 

식 (2), 식 (7), 식 (8)의 참값으로 상태의 추정오차에 대한 식을 

얻고 슬라이딩 표면 와 함께 다음과 같은 상태 방정식을 나

타낼 수 있다[4].
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추정 오차와 슬라이딩 표면이 안정하고 빠르게 0으로 수렴

할 수 있도록 식 (19)에서 시스템 행렬 고유값의 실수부가 음

수여야 하며, 이는 극점배치기법을 사용하는 것으로 모든 기

대 고유값을 -로 설정하여 SMCSPO에 필요한 제어게인들

을 식 (20)와 같이 설정할 수 있다[4].


    




   

(20)

는 제어 성능에 직접적인 영향을 미치는 필수 제어 파라

미터가 된다. 이때 식 (8)과 식 (11)을 정리하고 주파수역으로 변

환하면 주파수역의 복소변수 에 대해 식 (21)과 같이 실제 섭

동과 섭동의 추정오차의 관계를 나타내는 전달함수를 [Fig. 1]

과 같이 얻을 수 있다[4].
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이 전달함수는 고주파통과필터의 특성을 가지기 때문에 제

어게인 의 값을 작게 줄 경우 높은 주파수의 섭동에 대하여 

정상적인 추정이 불가능하다. 따라서 시스템이 높은 주파수를 

가지는 섭동을 정상적으로 추정하기 위해서 높은 제어게인을 

요구한다. 그러나 높은 값의 는 의 값을 증가시켜 채터링

현상을 유발하기 때문에 제어대상, 주변환경, 모션에 따라 적

절한 범위에서 제어게인을 선택하는 것이 중요하다.

3. Q-Learning 튜닝 알고리즘

일반적으로 사용되는 인공지능인 신경망은 지도학습으로 

학습단계에서 라벨링작업이 필요하며, 최적의 제어게인을 찾

아야하는 것이 목적인 튜닝 문제에는 모순이 발생한다. 경험

에 의존하는 강화학습은 가치함수 추정을 통한 정책 탐색 방

법으로 적절한 제어게인을 찾는다는 결과를 얻어낼 수 있다[9]. 

이러한 강화학습의 특징은 구조가 복잡한 SMCSPO의 제어게

인을 튜닝하는 것에 적합하다. 3장에서는 로봇이 반복적인 작

업을 할 때마다 학습하여 자동으로 SMCSPO의 제어게인 

의 튜닝을 수행하는 강화학습 알고리즘을 소개한다.

강화학습을 실제 로봇의 제어게인 튜닝에 적용하기 위해 상

태, 행동, 및 보상을 사용자가 적절하게 설계해야 한다. 본 연구

에서는 상태를 SMCSPO의 제어게인 로 설정하고, [Table 1]

에서 주어진대로 는 1의 간격으로 1에서 100까지 설정 가능

하도록 하였다. 행동은 제어게인의 증가, 감소로 설정하였다. 

제어게인의 증감의 단위가 작을수록 더 세밀한 탐색이 가능하

지만, 더 많은 탐색량이 요구되고, 단위가 클수록 빠른 탐색이 

가능하지만 최적의 게인값을 건너뛸 수 있게 된다. 상태와 행

동의 개수는 자유롭게 설정할 수 있으나 개수가 많을수록 연산

량이 늘어나게 된다.

로봇이 동작할 때 최소의 추종오차를 가지는 제어게인을 

찾기 위해 식 (22)과 같이 반복 횟수 t에 대한 비용함수 와 보

상 함수를 식 (23)와 같이 정의하였다. 

 








 (22)

   (23)

는 한번의 반복동작에서 단위시간 가 0부터 까지의 

추종오차의 절대값의 평균으로 정의하였고, 보상 는 비용을 

빼는 것으로 비용 가 감소하면 보상 가 증가하도록 설정하

였다. 강화학습은 보상을 최대로 만드는 행동을 선택하기 때

문에 추종오차가 적어지도록 제어게인을 수정하게 된다. 는 

로봇이 한번의 작업이 끝나고 나면 제어게인을 수정하고 보상

으로 가치를 계산하고 나면 다음 제어게인의 비용을 측정하기

위해 초기화한다. 만을 사용하여 보상을 이루도록 할 경우

에 Q-table 내부의 가치 값들이 감소만 하기 때문에 한 번의 

iteration에서의 목표로 하는 평균 추종오차 를 더해주어 오

차가 일정범위 이내로 줄어들면 가치가 양의 값을 가지도록 

설정하였다. 이때 는 보상이 쉽게 양의 값이 된다면 시스템

이 낮은 성능에도 충분한 성능을 가진다고 판단하기 때문에 

상황에 맞게 허용할 최대의 평균 추종오차 값으로 설정한다.

기본적인 가치기반 강화학습 중 하나인 Q-learning[15]은 배열

구조의 Q-table을 통해서 어떤 대상이 특정 상태에 대해 가장 높

은 보상을 받을 수 있도록 효율적인 행동을 결정한다. Q-table을 

구성하는 가치함수의 Bellman equation은 식 (24)과 같다.

    

 max 


(24)

여기서, 는 한번의 학습이 부분적으로 적용되는 정도를 의미

하는 학습율을 나타내고, 는 현재 보상과 미래에 얻을 수 있

는 보상에 대한 가치의 가중치를 조절할 수 있는 할인율을 의

미한다. Q-learning을 튜닝 알고리즘에 적용시킬 때, 갱신되는 

데이터의 비중을 크게하고 local minimum 문제를 방지하기 위

해 학습율 와 할인율 는 최소 0.5 이상으로 가능한 높게 설

정하는 것이 좋다. 값은 해당 상태에서의 행동에 대한 가치

를 의미한다. 행동은 어떤 상태에서 가장 높은 가치를 가질 수 

있도록 결정되고 행동결정을 식 (25)와 같이 나타낼 수 있다.

 
argmax


‧ ‧  (25)

  ‧  ‧ ln
 ‧ 


 (26)

[Fig. 1] Magnitude plot of the perturbation to the estimated error

[Table 1] States and action of reinforcement learning

State   (1-100)

Action  = -5 or -1 or +1 or +5
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식 (25)에서 argmax는 다음 값을 가장 크게 만드는 행동 를 

결정한다. ‧ 는 값을 통해 행동을 결정하는 활

용항이고, ‧ 은 정규분포에 따른 임의의 값 

을 통해 무작위로 행동을 결정하는 탐색항이다. 동작의 

반복횟수 가 증가할 때마다 의 크기가 0에서 1로 수렴

하고 탐색항이 활용항보다 크기가 줄어들어 영향을 미칠 수 없

게 된다[18]. 식 (26)에서 0부터 1까지의 상수 g는 클수록 

가 1로 수렴하는 속도를 빠르게 한다. 3장에서 설명된 알고리

즘을 사용하여 로봇이 반복적인 작업을 수행할 때마다 추종오

차를 비교하여 제어게인과 Q-table을 업데이트하고 다음 작업

을 수행하 는 강화학습 튜닝 알고리즘을 구현할 수 있다.

4. 시뮬레이션 시스템 구성

제안된 튜닝 알고리즘을 검증하기 위해 MATLAB과 Simulink

의 SimMechanics를 사용하여 가상의 시뮬레이션을 진행하였

다. 제어대상으로 NT Robot사에서 제작한 7축 다관절로봇암 

RoMAN7의 가상 모델을 구현하였다[Fig. 2]. [Table 2]는 로봇 

링크의 사양을 나타낸다. 이 로봇을 제어하기 위해 [Fig. 3]의 

제어 블록선도와 같이 시스템에서 역기구학, 궤적계획 그리고 

SMCSPO를 적용시켰다. 

로봇의 말단부를 원하는 위치로 이동시킬 때 경로를 일정 

간격으로 나눈 간단한 궤적계획 알고리즘과 자코비안을 이용
한 역기구학이 각 축의 목표 각도를 생성하고 이후 SMCSPO 

제어기가 목표 각도를 받아 로봇을 제어할 수 있도록 하였다. 

로봇이 목표위치로 이동하였다가 초기위치로 돌아가도록 궤

적을 설정하였고, 한번의 왕복 이후 강화학습 튜너가 제어게

인을 수정하고 다시 작업을 수행하도록 설정하였다.

[Table 3]은 시뮬레이션에서 사용되는 를 제외한 제어 파

라미터와 강화학습 파라미터를 보여준다. 두 종류의 파라미터

들은 시행착오적인 방법으로 설정되었다. 제어 파라미터는 실

제 로봇에 적용되는 파라미터를 적용시켰으며, 강화학습 파라

미터는 시뮬레이션을 구성한 후 강화학습 튜닝 알고리즘을 적

용하면서 파라미터를 직접 설정하였다.

시뮬레이션 조건에서는 각 링크의 초기 를 1로 설정하고 

동일한 모션을 500회 반복하여 한번의 반복마다 제어게인이 

갱신되도록 하였다. 한번의 반복동작은 10초동안 [Fig. 4]의 

오른쪽 그림과 같이 로봇의 말단부를 로봇의 중심에서부터 

Cartesian 좌표계로 x, y, z를 각각 –500 mm, 400 mm, 800 mm

로 roll, pitch, yaw를 0°, -90°, 0°로 이동시켰다가 다시 초기 위

치로 복귀하도록 하였다. 이때의 각축의 궤적은 [Fig. 5]와 같

다. 시뮬레이션을 통해 알고리즘이 로봇암의 제어시스템에 적

합함을 관찰하고, 같은 모션에 대해 강화학습 알고리즘을 사

용하였을 때의 제어게인과 알고리즘을 사용하지 않은 제어게

[Fig. 2] Hardware specifications of 7-axis robot (RoMAN 7)

[Table 2] Hardware specifications of 7-axis robot (RoMAN)

1st-length 0.278 m 1st-mass 5 kg

2nd-length 0 m 2nd-mass 4 kg

3rd-length 0.425 m 3rd-mass 5 kg

4th-length 0 m 4th-mass 4 kg

5th-length 0.425 m 5th-mass 5 kg

6th-length 0 m 6th-mass 3 kg

7th-length 0.072 m 7th-mass 2 kg

[Fig. 3] Block diagram of control system based on Q-learning

[Fig. 4] Initial position and desired position of end effector

[Table 3] The parameters of control & reinforcement learning

Control

Parameter

Sampling time=2 ms,

=2, =1,


=0, =0

RL

Parameter

=0.82, =0.96,

=0.02, =0.05
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인의 성능을 비교하였다. 그리고 399회 이후의 시뮬레이션에

서는 환경의 변화를 가정하여 각 축의 구동부에 60 Nm의 토크

를 지속적으로 적용하였다. 이는 외란을 가함으로 알고리즘이 

설정한 제어게인이 더 이상 최적이 아니라고 판단할 경우 다

른 제어게인을 찾을 수 있는지를 관찰하였다. 이는 시뮬레이

션으로 학습을 완료한 후 실제 시스템에 바로 적용할 경우 가

상환경과 실제 환경의 차이가 있을 수 있기 때문에 그 차이를 

외란의 형태로 가정하고 시뮬레이션을 진행하였다.

5. 시뮬레이션 결과 및 분석

먼저 시뮬레이션 중 각 축의 의변화를 관찰하였다. [Table 

4]는 반복회수 399회, 500회에 대한 각 축의 의 값을 나타내

고, [Fig. 6]에서는 반복 횟수에 따른 의 변화를 나타낸다. 2

축을 제외한 대부분의 제어게인들이 200회 반복 이후 수렴하

는 것을 확인할 수 있었으며 강화학습 튜닝 알고리즘에서 제

어게인을 유지하는 행동을 설정하지 않았기 때문에 최종 값에 

도달한 이후 제어게인이 조금씩 떨리는 것을 볼 수 있었다. 외

란이 발생한 400회 이후에는 2, 4, 5축의 제어게인이 수정되는 

것을 확인할 수 있었으며 이는 작업도중 조건이 달라지는 경

우에도 바로 환경에 적응하는 것을 볼 수 있었다. 이러한 제어

게인의 변화로 보상 값이 최대가 되는 것을 보여준다. 

[Fig. 7]에서는 반복횟수에 따른 보상 를 보여준다. 는 

한 반복에서의 평균 추종오차 와 관련이 있어 높을수록 좋은 

추종성능을 보여주는 정량적 지표로 사용될 수 있다. 약 150회

[Table 4] Each control gains  for each axis

iteration Non-RL 1 (initial) 399 500

 42 1 66 71

 46 1 37 36

 36 1 49 48

 66 1 55 64

 60 1 37 41

 36 1 37 36

 20 1 27 28

[Fig. 5] Each desired angle for simulation trajectory

[Fig. 6] updated control gain for SMCSPO

[Fig. 7] updated reward for auto-tuner
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의 반복 이후 2, 5축을 제외한 모든 축이 0에 가까운 보상을 얻

었으며, 170회 이후에는 2, 5축 또한 높은 보상을 얻는 것을 확

인할 수 있었다. 이후 제어게인이 수렴하는 399회 반복까지 보

상 가 0보다 큰 값을 가지는 것을 확인하였다. 그리고 [Table 

4]에서 알고리즘을 적용한 제어게인과 기존에 사용하던 제어

게인의 성능을 비교하였다. 데이터가 수렴했을 때의 399번째

의 각 축의 제어게인의 보상 의 총합은 약 0.1305 rad이고, 

강화학습을 사용하지 않고 시행착오적인 방법으로 얻어낸 각 

축의 제어게인의 보상 
  

의 총합은 약 0.1301 rad이다. 

0.0004 rad의 차이로 거의 비슷한 추종오차를 가지지만 약간 

더 높은 보상을 얻었으며, 인공지능을 통해 7 축까지의 제어게

인을 자동적으로 얻어낼 수 있었다.

다음으로 400회 이후 반복에서 60 Nm의 외란에 대해 다시 

2, 4, 5축에서의 보상 값이 일시적으로 감소하고 다시 복구되

는 것을 확인할 수 있었다. 각 축의 보상이 순간적으로 감소할 

때도 -0.3 rad보다 낮아지지 않았기 때문에 실제 로봇에 적용

한다고 가정할 때 크게 위험을 주는 동작은 하지 않는 것으로 

판단할 수 있다. 나머지 축들은 외란을 받았으나 높은 강인성

으로 인해 추종오차가 크게 변하지 않았고, 가까운 제어게인

의 가치보다 현재 제어게인의 가치가 높았기 때문에 제어게인

이 변하지 않았다.

[Fig. 8]은 가 모두 1로 설정된 첫번째 사이클인 초기 상태

의 추종오차의 절대값이며, 목표 각도가 그대로 추종 오차에 

드러나는 것처럼 정상적인 제어가 되지않는 것을 보여준다. 

이후 [Fig. 9]에서 나타낸 것처럼 각축의 가 적절한 값에 수

렴한 399회의 반복에서는 추종오차가 거의 없어진 것을 볼 수 

있다. 로봇이 출발하고 도착할 때의 급격한 움직임의 변화로 

진동이 발생하여 약간의 오차가 발생하는 것을 확인할 수 있

었고, 그 이외의 경우에는 매우 작은 추종오차를 가지는 것을 

관찰할 수 있었다. 진동 또한 0.5초 이내의 빠른 시간에 억제되

고, 이외의 시간에서 추종오차가 거의 0에 가까운 값을 유지하

는 것으로 비선형요소인 로봇을 제어하는 동안 적절한 추종성

능과 안정성을 가진다고 할 수 있다. [Fig. 10]의 500회째의 반

복에서는 시작부터 외란에 영향을 받기 때문에 399회의 반복

보다 4축에서의 진동이 크게 발생하는 것을 볼 수 있었으나 1

초 이후에는 거의 차이가 없는 성능을 보였다. 5장에서는 간단

한 시뮬레이션을 통해 강화학습 Q-learning이 기존의 제어시스

템에 적용되어 반복적으로 로봇이 동작할 때 모션의 추종오차

가 0에 가까워지도록 제어게인을 설정하는 것을 관찰하였다.

6. 결  론

본 연구에서는 기존의 SMCSPO제어기에 강화학습 Q-learning

을 적용시켜 설계자가 직접 제어게인을 설정하지 않고 강화학

습 모델이 학습하며 적절한 제어게인을 찾게 하는 알고리즘을 

제안하였다. Q-learning에 의해 튜닝알고리즘을 적용시킨 7축 

로봇팔 제어시스템을 시뮬레이션으로 구현하고 Q-learning을 

통해 자동적으로 얻은 제어게인과 시행착오적으로 설정한 

제어게인의 성능을 비교하여 Q-learning이 로봇을 제어하는 

SMCSPO 게인튜닝에 적합한지를 확인하였고, 외란을 통한 [Fig. 8] tracking error in initial control gain

[Fig. 9] tracking error for control gain in 399 iterations

[Fig. 10] tracking error for control gain in 500 iterations
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시뮬레이션으로 실제환경으로 이전가능성을 확인하였다. 이 

방법은 유전 알고리즘으로 제어게인을 튜닝하는 것에 비해 적

은 데이터로 제어게인을 결정할 수 있었고, 배열형태의 

Q-table과 이를 이용한 행동결정은 간단한 구조를 가져 유전알

고리즘보다 구현하기가 용이하다는 것이 확인되었다. 또 다른 

장점으로는 약간의 설정변경으로 SMCSPO뿐만 아닌 다른 제

어기의 제어게인을 결정하는데도 사용 가능하다.

본 연구에서는 기본적인 강화학습 방법 Q-learning을 사용

하였지만 DPG[19], DQN[20]등의 고성능 강화학습 모델을 사용

하면 더 좋은 성능을 기대할 수 있다. 또다른 개선이 필요한 부

분으로 탐색방법이 효율적이지 못하다는 부분이 있다. 학습 

초기단계에서 무작위한 탐사방법에 의해 제어게인이 수렴할 

때까지 탐사하지 못한 상태가 존재할 수 있고 이미 탐색한 상

태에 대해서도 다시 탐색하여 불필요한 작업을 할 가능성이 

있다. UCB (Upper Confidence Bound)[21] 등의 다른 탐색알고

리즘을 적용할 경우 적은 반복 횟수로 효율적인 탐색을 수행

할 수 있을 것으로 생각 되지만, 본 연구에서는 강화학습의 적

용을 위한 초기 연구로 시뮬레이션으로만 진행하였다. 향후 

연구에서는 이러한 문제점을 해결하고 실제 로봇에 적용할 계

획이다.
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